附件：拟转让专利的简介
一、基于PCNN模型的带有实体感知的远程监督关系抽取方法（专利号：ZL202010737789.4）

技术领域
   本发明涉及自然语言处理与信息处理中的关系抽取，具体是一种带有实体感知的远程监督关系抽取PCNN模型，该模型使用多头自注意力机制将单词嵌入与头/尾实体嵌入及相对位置嵌入相结合，以生成可感知实体的增强型单词语义表示；同时将全局信息门结构和PCNN结合，更好地集成句子的全局和局部信息；以及在PCNN的池化层后引入门控机制赋予三个句子段不同的权重，突出关键分段的作用，可广泛应用于各个领域的知识图谱自动生成任务中。
背景技术

关系抽取是信息抽取的关键技术之一，旨在识别出给定句子的实体对之间的语义关系，提取的语义关系可应用在知识库自动补全、问答系统等下游任务中。

传统的监督关系抽取方法需要大量的精准标注的训练数据，然而要获取这些数据需要耗费大量的时间和精力。为了克服上述的问题，Mintz等人提出了一种远程监督方法，该方法将大规模知识图谱Freebase与纽约时报新闻文本（NYT）进行实体对齐，自动生成大规模的关系抽取训练数据。该方法基于一个这样的假设：如果两个实体在知识库中具有某中关系，则所有包含这两个实体的句子都会表达这种关系。然而，这种假设过于武断，因为同一实体对在不同句子中有不同的上下文，它们所表达的关系可能不同，因此该方法会产生一些错误的标注问题。Riedel等人提出多实例学习（multi-instance learning，MIL）将强假设放宽为至少一次表达的假设，并从一袋句子中提出关系而不是从一个单句中提取关系。随着深度学习在自然语言处理中的广泛应用，许多基于MIL的神经网络方法在远程监督关系提取中取得了显着的进步。其中，最为突出的是Zeng等人提出的通过分段卷积神经网络（Piecewise convolutional neural network，PCNN）来获取句子的语义特征，并在远程监督关系抽取中取得非常大的提升。但是，上述方法仍存在一些不足之处需要改进。 例如，现有的方法没有考虑实体对和句子上下文对单词编码的影响，这可能会忽略一些重要的语义信息。 此外，没有进一步探讨PCNN中三个分段对关系分类的不同贡献。为了解决上述问题，本发明提出了一种具有实体感知增强功能的新型门控分段卷积神经网络（gated PCNN with entity-aware enhancement, EA-GPCNN）。首先，与PCNN中仅将单词嵌入和实体对相对位置相结合的词表示法不同，本发明框架使用两个多头自注意力网络来集成实体嵌入和位置嵌入，生成可感知关系实体的增强词表示，旨在捕获每个词与关系实体对之间的语义依赖性。然后，为了实现基于句子上下文的单词编码，本发明在PCNN之前的单词表示中添加了一个全局信息集成层，即本发明引入了称为全局门的门结构以获得句子的全局信息，并将其集成到每个实体感知的增强词表示中，然后将其输入到PCNN。此外，本发明认为根据两个关系实体的位置划分的三个句子段在关系分类中具有不同的重要性。因此，本发明添加了一个段级门机制，将不同的权重分配给PCNN输出中的三个句子段，这可以突出重要段并削弱不相关段的效果。

发明内容

远程监督关系抽取任务可以简述为：在给定一个含有m个句子的袋
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，袋中的每个句子都含有相同的实体对（头实体
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和尾实体
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），关系抽取的目的是预测两个实体之间的关系y。根据这一定义，本发明提出了一种具有实体感知增强功能的新型门控分段卷积神经网络EA-GPCNN，如图1所示。
[image: image4.png]\HE I
Attention
EEEES BF 5 BT N BF su BN

seg seg seg

FHAEIWHRIPCNNE





图1 带有实体感知的远距离监督关系抽取PCNN模型结构
本发明各模块的功能如下。
1．输入层
对于给定袋中的一个序列长度为n的句子
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，本发明输入层使用谷歌预训练的word2vec词向量将句子中每个词映射为一个低维词嵌入（Word embedding）向量
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，从而得到一个输入序列
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表示词嵌入的维度。
2．实体感知增强词表示层
（1）实体嵌入（Entity embedding）
实体嵌入是指头实体
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和尾实体
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的嵌入向量，分别表示为它们在谷歌预训练word2vec中的词向量，记为
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。所述头实体
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是指句子中构成关系的第一个词语，所述尾实体
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是指句子中构成关系的第二个词语。例如，在给定句子“[特朗普]e1是美国第45任[总统]e2”中， “特朗普”是PresidentOf关系的头实体
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，“美国”是PresidentOf关系的尾实体
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    （2）相对位置嵌入（Relative position embedding）
相对位置是关系抽取中关键特征之一，它们描述句子中每个词
[image: image17.wmf]i

w

与两个目标实体
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的相对距离，例如：
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oft]"

ft

，founder与实体
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”Bill Gates”和实体
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”Microsoft”的相对位置分别为-3和2。对于第i个词，随机初始化的权重矩阵将相对位置特征映射为两个低维稠密向量
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为相对位置嵌入的维度。
   （3）多头自注意力（Multi-head self-attention）
捕获词与实体对的长期依赖关系，使得句子序列能够根据上下文信息来捕获单词含义，本发明使用多头自注意力机制对输入句子建模。图2阐述了多头自注意力机制的结构。如图2所示，本发明使用缩放点乘注意力来作为注意力函数。给定queries Q，keys K，values V，（
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），d是输入词嵌入的维度，n为输入序列词的个数。缩放点乘注意力由下面等式计算：
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其中，softmax()为神经网络中广泛使用的归一化指数函数。
多头注意力从不同语义子空间捕获序列信息。首先，对于由h个头组成的多头自注意力结构，使用h个不同的线性变换将查询、关键字和值分别转换为d / h维。 其次，并行执行h个投影，实现按比例缩放点积注意力。然后将h个头的所有输出连接起来并线性投影到表示空间。具体而言，可以将多头注意力表达如下：
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其中
[image: image32.wmf](/)
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是第i个线性变换的参数矩阵，
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是缩放点乘注意力的拼接结果的参数矩阵，都是可学习的参数，[,]表示拼接运算。
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图2 多头自注意力的结构
（4）基于多头自注意力的词嵌入与实体嵌入的相互融合
本发明将输入句子的每一个词嵌入与头实体和尾实体嵌入拼接在一起构成输入序列
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，其中
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，[;]表示拼接运算。将序列
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喂入多头自注意力层（Q = K = V = 
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），获得词的实体感知嵌入表示序列
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（5）基于多头自注意力的相对位置嵌入融合
与上述相似，本发明将每个词的位置嵌入和与实体感知嵌入
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，其中
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。然后将
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喂入多头自注意力层，充分融合实体嵌入和位置嵌入表示，得到词的实体位置感知表示
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其中，实体位置感知表示
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，表示输入序列经过两个多头自注意力层后的能够凸显实体信息的嵌入表示，它将为下游模块提供更多语义信息的输入表示。
3．全局门层
因为卷积神经网络具有捕获局部n-gram特征的能力，并且结构简单、可以并行计算，所以先前工作主要使用分段卷积神经网络获取句子的上下文表示。但是CNN无法充分利用序列的全局信息，容易忽略句子中一些关键性的单词信息，因此本发明使用一个全局信息门（gate）来增强PCNN捕获全局特征的能力，其结构如图3所示。
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图 3 全局信息门结构
本发明将门控结构应用到实体感知增强词表示层的输出
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中。全局信息门的计算如下：
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其中
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的第i列，
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表示序列
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经过平均池化得到的全局信息上下文向量。
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表示sigmoid激活函数，
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代表逐元素运算，
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)是可学习参数，b是偏置。
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的第i列，门控输出
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将被输入到下一层的PCNN中。
由式(7)可知，
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是通过上下文向量
[image: image65.wmf]x

计算而来，因此向量
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[image: image69.wmf])

(

ep

i

x

与全局信息
[image: image70.wmf]x

是否存在联系，通过乘法计算
[image: image71.wmf]i

ep

i

g

x

Ä

)

(

可以将全局信息传递到当前词表示。
4．带门控机制的PCNN层
在这一层，本发明将上一层全局门结构的输出
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作为输入，使用一个滤波矩阵（filter matrix）
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来产生局部特征，l表示滤波器filter的大小，
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是输入表示中每个词表示的维度。滤波器从输入序列的左边滑动到右边产生一个向量
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,n表示输入序列词的个数，并且
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的第i个元素计算如下：
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其中
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代表卷积运算，
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中i到i+l-1词之间的连接。由于窗口在滑动到边界附近时可能会在句子边界之外，因此本发明为句子设置了特殊的填充标记，即本发明将所有超出范围的输入向量
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然后，根据头实体和尾实体的位置，分段最大池化将每个滤波器分成三个部分返回最大值。第i个滤波器的Ci可以被分为
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其中，
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为Ci经过最大池化操作后的三个分段表示，maxpool()表示最大池化操作。
最后，本发明将使用
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个滤波器来抽取句子局部特征向量连接起来，产生输出句子的三个分段表示
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此外，为了进一步探究段级别的结构信息，本发明使用一个门机制来赋予PCNN输出q的三个分段不同的权重，突出关键分段的作用，减少无关分段的作用。通过门机制计算得到如下句子表示：
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其中
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表示sigmoid激活函数，
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与分段输出q进行逐元素相乘得到带权重的分段输出
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5．选择注意力（Selective attention）
远程监督学习是建立在一个强假设之上，因此不可避免地遭遇噪声标签问题，即并非袋中的所有句子都可以表达针对目标实体对所标注的关系。为了解决这个问题，本发明利用一个句子级别的注意力来减轻噪声句子的影响。模型会根据该句子与其预测关系的相关程度为袋中的每个句子计算注意力权重，并计算袋中句子的加权和作为袋的关系预测表示。假设一个关于实体对的句袋
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其中，
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是关系r的嵌入向量。
然后，将句袋在所有关系上的表示
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通过线性变换计算句袋在所有关系上的预测得分
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其中，
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表示预测的关系集合，
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最后，对于给定的句袋B和它所预测的关系r，本发明计算B标注为关系r的概率
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其中，
[image: image117.wmf]r

o

表示预测关系r的得分，θ是本发明中所有可学习的参数集合。
6．损失函数
本发明使用交叉熵（cross-entropy）来定义模型训练过程的损失函数：
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其中K表示训练集中袋的数目，
[image: image119.wmf]i

r

表示在训练集中袋
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所标注的关系，
[image: image121.wmf]q

表示模型中的所有参数。本发明采用随机梯度下降（SGD）来最小化目标函数，从训练集中随机选择一个小批量进行迭代，直到收敛。
7．发明特色与优点
本发明的主要创新与优点如下：
（1）使用多头自注意力集成头/尾实体嵌入和相对位置嵌入，使得每个单词嵌入表示能够结合实体信息，从而捕获词与实体对的长期依赖关系。
（2）将全局信息门结构和PCNN结合，更好地集成句子的全局和局部信息。
（3）在PCNN的池化层后引入门控机制赋予三个句子段不同的权重，突出关键分段的作用，提高模型对于关系预测的能力。
（4）本发明在广泛使用的基准数据集NYT上评估了本发明的模型，与最新的模型相比取得了实质性的改进。
二、基于学科知识图谱和卷积神经网络的智能答疑方法（专利号：ZL202010083679.0）

技术领域
本发明属于计算机技术与教育技术的交叉，涉及计算机领域中的人工智能、自然语言处理与问答系统，以及教育学领域中的智能教学系统，可以应用于网络环境下大规模自主学习的智能辅导。
背景技术
智能答疑系统是智能教学系统与自动问题系统的一个交叉领域，在大型开放式网络课程系统中，答疑是一个重要环节，智能答疑系统的研发，有助于提高教学的效能。智能答疑系统是一个与知识高度相关的系统，现行的智能答疑系统在知识库的组织上普遍存在以下问题：（1）许多智能答疑系统的答案直接建立在非结构化的文档内容，没有构建基于语义网的知识库；（2）在基于语义网和本体的知识结构中，普遍存在语义关系过于单一的现象，如许多系统只采用类似教材目录的整体-部分的包含关系组织语义网的知识点，许多系统的本体只存在“is-a”单一的语义关系；（3）教学内容普遍采用单一的文字或文本形式，缺乏对多媒体教学内容的有效管理与使用；（4）部分使用知识图谱的智能答疑系统，基于语义关系的知识挖掘不到位，表征认知的外化与形式化的知识太少，无法正真做到通过语义关系实现所有答案的推理、检索，以及无法实现通过语义关系实现对学习者认知状态的诊断、评测与补救。此外，目前的智能答疑系统的问句分类方法大多数都是采用基于人工特征的语义分析方法，难以适应当前大数据时代，答疑系统问句形式复杂、多变的现状，同时也因语义分析的各个环节的错误传递，造成问句分类的精度不高。
知识图谱的概念是谷歌公司为应对智能化语义检索的挑战而提出的。2012年5月17日，谷歌发布知识图谱项目，并宣布以此为基础构建下一代智能化搜索引擎，其目标是将互联网的链接从网页的链接迈向数据甚至知识的链接。知识图谱是结构化的语义知识库，用于以符号形式描述物理世界中的概念及其相互关系，其基本组成单位是“实体一关系一实体”三元组，以及实体及其相关属性-值对，实体间通过关系相互联结，构成网状的知识结构。随着近年来谷歌知识图谱相关产品的不断上线，这一技术也引起了业界和学术界的广泛关注，已成为各行各业从网络化向智能化转型升级的关键技术之一，也为个性化自适应学习系统中领域知识建模这一核心和基础问题，提供了新的技术手段。
为提高系统的智能，本发明的智能答疑系统以知识图谱作为系统的知识库，以关系记录作为问句的答案来源，同时通过卷积神经网络实现问句的处理与分类，确保系统教学知识的完备性和具有端到端的特点，极大丰富了系统的知识库，避免了语义分析的各个环节的错误传递，提高了问句在概念关系对上的分类精度。
发明内容
1．答疑处理过程
本发明以学科知识图谱中的领域本体作为概念词典，以学科知识图谱的关系记录作为问句的答案来源，通过卷积神经网络计算用户问句中的概念提及与领域本体中的候选概念之间的相似度，以及计算用户问句与关系记录之间的相似度，确定答案关系记录，如图1所示，给定用户问句q，其详细的答疑处理过程如下：
（1）使用用户问句q中的每个汉字，检索领域本体中包含该汉字的概念，形成用户问句q指向领域本体的候选概念集合ConSet；
（2）通过候选概念集合ConSet及其与问句q基于字表面的相似度，自动识别用户问句q中的概念提及，形成用户问句q指向领域本体排名前N的候选概念集合TOP(N)，以及在问句q中相对应的概念提及集合M(N)；
（3）从概念提及集合M(N)中选择一个概念提及m，逐一检索m在TOP(N)中对应候选概念c的每一个形如t(c,r)的概念关系对，通过综合考虑基于字表面的问句q与候选概念c的相似度、基于标准卷积神经网络的概念提及m与候选概念c之间的相似度、基于多级蕴涵卷积神经网络的问句q与语义关系r的相似度，得出问句q与候选概念c的所有概念关系对的相似度；
（4）重复步骤（3），直至集合M(N)中的每个概念提及被处理完毕，并将通过步骤（3）得到的与问句q相似度值最大的概念关系对t(c’,r’)作为答案知识源；
（5）在学科知识图谱的关系记录库中查询概念关系对t(c’,r’)，得到问句q的答案并呈现给用户。
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图1系统结构图
2．智能答疑系统的学科知识图谱设计
本发明智能答疑系统的学科知识图谱分为如图2所示的四个层次：（1）非结构化的多媒体知识，包括文档、图片、动画与视频等多种形态的多媒体教学内容单元，用于反映描述性知识，如概念的定义、作用与功能，或过程性知识，如计算机的组装过程，每个多媒体教学单元讲解概述的某一方面的知识点；（2）事实性知识，包括用于反映概念特征的数据实体，以及概念实例，其中数据实体包括文本、人名、时间与数值等；（3）结构化的关系记录，包括语义关系记录与属性关系记录，语义关系记录用于反映概念间的联系，属性关系记录用于反映概念与事实性知识之间的联系；（4）基于“is-a”分类关系的领域本体，用于反映本领域概念间的分类结构、概念的名称及其同义词，该领域本体是答疑系统知识图谱的约束模型，每个多媒体知识和事实性知识都通过某种属性关系与领域本体中的概念相关联，而语义关系中的定义域和值域都来自于领域本体中的概念。
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图2 学科知识图谱的结构
3．关系结构定义
   本发明学科知识图谱中的关系包括反映反映概念间联系的语义关系，以及反映概念与多媒体知识或事实性知识之间联系的属性关系，这两类关系有着相同的结构。为增强关系的自我解释能力，并发明将适用于智能答疑系统的知识图谱中的关系定义成一个由斜扛“/”分隔的如下三元组：
<关系>:=<概念类型>/<主题>/<媒体类型>

   其中，概念类型用于给出关系的定义域，表明本体中哪些概念具有该种关系，使用本体中的一个概念或多个概念及其连接词“和”或“与”，如果本体中的所有概念都可具有某种关系，则使用“本体”表示该关系的概念类型；
   主题用于解释关系的含义，可以是动词，如“存储”，也可以是动词短语，如“存储于”、“用于存储”，以及可以是名词，如“颜色”，或可以是名词短语，如“网络类别”；
媒体类型用于给出关系定义域的媒体类别，表明关系指向何种类型的知识，本发明规定关系可以具有“概念”、“多媒体”、“实例”与“事实”四种不同的媒体类型，其中“概念”代表关系指向本体中的概念，“多媒体”代表关系指向多媒体知识，“实例”代表关系指向本体中概念的实例，“事实”代表关系指向文本、时间与数值等数据。
4．用户问句中概念提及的自动识别
  本发明答疑处理过程中的第二步问句中概念提及的自动识别详细过程如下：
  （1）按如下公式计算在ConSet中的每一个候选概念c与用户问句q的最长连续公共子序列LCCS(c,q)：
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   （1）
  （2）按如下公式计算在ConSet中的每一个候选概念c与用户问句q的基于字表面的相似度sim(q,c)：
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                    （2）
保留每个候选概念与用户问句q按上述公式（2）的得分排名前N的概念，形成问句q在领域本体中排名前N的候选概念集TOP(N)，本发明取N∈[1,100]；
（3）对于集合TOP(N)中的每一个候选概念c与用户问句q的最长连续公共子序列LCCS(c,q)，按如下方法进行扩展，形成用户问句q的N个概念提及集合M(N)：如果LCCS(c,q)与对应的候选概念c的长度相同，则c就是用户问句q的一个概念提及；如果c比其LCCS(c,q)更长并且在左边有L个汉字，或c比LCCS(c,q)更长并且在右边有R个汉字，则在问句q中逐字扩展LCCS(c,q)左侧L个汉字或右侧R个汉字，直到在问句q中出现c的左边界字或右边界字为止，此时扩展后的LCCS(c,q)就是c在q中对应的概念提及。所述用户问句q的一个概念提及是指q中可能包含的一个提问概念。例如，相对于本体概念“计算机网络”，带有拼写错误的问句“计算机络的组网过程是什么？”所包含的概念提及为“计算机络”。
5．用于处理n-grams 特征的标准卷积神经网络
   本发明使用一个标准卷积神经网络S_CNN来统一处理用户问句中的概念提及、领域本体中的候选概念，以及关系名中的概念类型、主题与媒体类型的语义特征，S_CNN通过卷积层从这些文本片段中提取n-grams 特征，并通过逐行最大池化形成文本片段的语义向量，其结构如图3所示：
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图3用于处理n-grams 特征的标准卷积神经网络
（1）输入层
   本发明S_CNN的输入层将长度为s个汉字的输入序列x转换为维度为d×s的实数特征矩阵，其中d表示每个汉字随机初始化的实数嵌入向量的维数，且该特征矩阵等价于s个维度为d的向量序列：v1, v2,…,vs 。
（2）卷积层
   本发明S_CNN通过一个卷积层从滑动的n-grams中进行语义表示学习，其实施方法为：对于长度为s个汉字的输入序列x：v1, v2,…,vs ，令向量
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表示如下n个汉字嵌入向量的联接嵌入：
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，其中n为卷积滑动过滤器filter的宽度，
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表示维度为n*d的实数向量集合，i为n-gram在输入序列x中的结束位置，且有0 <i <s + n，以及对于i<1或i> s的嵌入向量
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使用零值填充；则本发明S_CNN的卷积层使用卷积权重
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产生一个语义表示
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，计算公式如下：
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其中，偏置
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表示维度为d的实数向量集合，
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表示维度为d行、n*d列的实数矩阵集合，tanh(•)为双曲正切函数。
   （3）最大池化
    本发明S_CNN将所有n-gram的表示
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，通过最大池化生成输入序列x的语义表示
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其中，
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表示求最大值，
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表示
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中的第j个元素，R表示实数集合。
6．用于处理问句特征的多级蕴涵卷积神经网络
   本发明使用一个多级蕴涵卷积神经网络MI_CNN，根据问句对所要匹配关系成份的蕴涵度，分别生成问句的不同语义向量。本发明的多级蕴涵卷积神经网络MI_CNN与标准卷积神经网络S_CNN二者具有相同的输入层和卷积层，并共享神经网络权重，MI_CNN与S_CNN的区别在于：MI_CNN通过注意力根据问句对所要匹配的关系成份向量的蕴涵度分别进行最大池化，而不是直接进行逐行最大池化。根据关系结构三种不同的结构成份，MI_CNN具有三级池化过程，每一级的池化过程类似，其具体池化过程如下：

  （1）设
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表示问句q经MI_CNN卷积层处理后生成的n-gram特征矩阵，o为问句q所要匹配的关系成份，
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表示经S_CNN处理得到的关系成份o的语义向量，则MI_CNN的每一级池化过程首先计算
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中每一列与
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的余弦相似度
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，并将其中的最大值作为问句q对关系成份o的蕴涵度，记作
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，计算过程如下：
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其中，
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  （2）利用问句q对关系成份o的蕴涵度
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中每一列的特征值进行衰减，并将与
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的相似度值为负的列的向量值置为0，得到衰减后的问句特征矩阵
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，计算过程如下：
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其中，
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表示根据公式（9）计算得到的
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中第i列与余弦相似度，
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表示根据公式（8）计算得到的q对关系成份o的蕴涵度。
  （3）根据衰减后特征矩阵
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中每一行最大值的位置检索特征矩阵
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每一行的池化结果，并最终得到每一级池化后问句q的语义向量
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,计算过程如下：
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其中，
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7．问句与概念关系对相似度计算
本发明答疑处理过程第三步中的问句q与形如t(c,r)的概念关系对之间相似度计算的详细过程如下：
（1）按照公式（1）和（2）计算基于字表面的问句q与候选概念c的相似度，记作sim(q,c)；

（2）使用本发明的标准卷积神经网络S_CNN分别处理候选概念c及其在问句q中对应的概念提及m，分别得到输出语义向量vc与vm, 并使用如下的向量余弦公式计算二者的相似度，记作sim(c,m)：
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                    （17）
（3）使用本发明的标准卷积神经网络S_CNN分别处理关系r结构中的概念类型、主题与媒体类型，得到输出语义向量vr1、vr2与vr3；然后使用本发明的多级蕴涵卷积神经网络MI_CNN，分别结合关系r结构成份的语义向量vr1、vr2与vr3处理用户问句q，分别得到问句q的不同语义向量vq1、vq2与vq3，最后使用如下的公式分别计算问句q与关系r不同结构成份的相似度，分别记作sim(vq1,vr1)、sim(vq2,vr2)与sim(vq3,vr3)：
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（4）使用如下公式计算问句q与关系r的相似度sim(q,r)：
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（5）使用如下公式计算问句q与概念关系对t(c,r)的相似度sim(q,t(c,r))：
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其中，sim(q,c)由步骤（1）获得，sim(c,m)由公式（17）计算，sim(q,r)由公式（20）计算。
8．卷积神经网络模型训练
   本发明的多级蕴涵卷积神经网络MI_CNN与标准卷积神经网络S_CNN二者共享权重，并以端到端的方式共同训练，模型训练设置如下：
    （1）对于在训练集中的任意问句q，将所标注用于提供答案的概念关系对作为q所期望概念关系对的正样本，记作t+，将q在领域本体中所有候选概念的其他概念关系对作为负样本，记作t—，并且对于任意问句q随机选取NG个负样本，NG∈[1,100]；
（2）使用公式（21）分别计算问句q与正样本t+及与负样本t—的相似度，分别记作sim(q,t+)和sim(q,t—);

（3）本发明对S_CNN与MI_CNN卷积神经网络模型的训练目标是最小化如下相似度排名损失：
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其中，δ为补偿因子常量，并且δ∈[0,1)。
9．本发明的特点与优势
本发明以学科知识图谱中的领域本体作为概念词典，以学科知识图谱的关系记录作为问句的答案来源，通过多级蕴涵卷积神经网络确定提供答案的概念关系对，相比传统的智能答疑系统，本发明具有如下特点与优势：
（1）本发明通过学科知识图谱有效整合了各种多媒体知识、事实性知识、属性知识与语义知识，为智能答疑提供了丰富的知识来源；
（2）本发明在学科知识图谱中将各类知识通过关系与领域中的概念相关联，以关系记录作为问句的答案线索，提高了系统答疑的准确率；
（3）本发明通过卷积神经网络提取问句中的n-grams 特征，不依赖任意词性分析与语法分析，具有完全端到端的特点；
（4）通过一个多级蕴涵卷积神经网络，根据对所要匹配关系成份的蕴涵度，分别生成问句的不同语义向量，提高了问句与概念关系对的相似度精度；
（5）将问句中的概念提及与本体中的候选概念之间的相似度和问句与概念关系之间的相似度进行联合计算与联合训练，可简化模型的训练过程，同时通过概念与概念关系的相互制约，提高了概念关系对选择的准确率。
三、一种基于维基百科双向链接的词语语义相关度判断方法（专利号：ZL201811108647.0）
技术领域
本发明涉及人工智能领域中的自然语言处理，具体是提出了一种基于维基百科双向链接的词语语义相关度计算方法。词语之间的语义相关度测量在很多领域都有着广泛的应用，比如词义消歧、问答系统、同义词探测以及信息抽取等。本发明把维基百科中页面的入链接和出链接作为页面特征，构建描述概念语义的特征向量模型，通过计算概念页面间的链接向量的余弦，获得对应词语的语义相关度，可广泛应用于各种场合中的各种语言的词语相关度计算。
背景技术
维基百科是一个允许用户编辑的开放式文本语料库，具有共同编辑的分类结构来自世界各地的志愿者。一方面，它具有类似于WordNet的分类结构。另一方面，在维基百科中，每个概念或条目都有相应的Web文档来定义和详细介绍它。由于其显着的覆盖范围和快速更新，越来越多的研究人员使用维基百科来计算近年来的词汇相关性。作为一个百科全书，维基百科包含各种数据，包括类别，层次结构，文章和页面之间的链接。自2001年推出后得到了迅猛增长，截止到2017年10月2日，共涵盖299种语言，维基百科每月发布两次数据库备份转储，为基于维基百科数据资源库的研究和应用提供便利。维基百科的基本信息单元是页面，其中页面分为内容页面、消岐页面和类目页面，每一个页面的底部都列出该页面所从属的类目。内容页面通过文本定义概念词语，并显示与该概念词语相关的信息内容，文本中以超链接的形式包括了用于定义该词语的其他页面，比如“United States” 页面定义了“美国”这一概念，并呈现关于“美国”的相关信息内容，其中包括了1632个超链接； 消歧页面用于解决一词多义的问题，它以列表的方式呈现该词语的所有义项页面超链接，比如“Apple (disambiguation)” 页面呈现了词语“Apple” 的59个义项页面；类目页面用于以列表的形式呈现该类别的主页面、子类别、从属页面等信息，比如“Category : Fruit” 页面呈现了该类别的1个主页面、4个直接子类别和12个从属页面的信息。
目前基于维基百科本体的词语语义相关度的计算方法主要可分为四种类型：仅基于类别结构的度量（WCG）、基于文本语义分析的度量（ESA）、基于类向量的度量（WCVM）和基于链接向量的度量（WLVM）。其中基于WCG 的方法以维基百科的类目结构作为语义计算的本体模型基础，把基于语义词典语义相关度计算方法扩展到基于维基百科的相关度计算。该方法可以追溯到Strube 等人在2006年提出WikiRelate！[1]方法，该方法借鉴了基于语义词典的路径计算方法，是最早把维基百科作为知识来源的词语相关度计算方法。但是由于维基百科由众多用户共建而成，使其类目结构并不严谨，作用主要是词语推荐和网站导航。因此，基于WCG 的方法均需要进行复杂的类目数据预处理，计算准确率并不理想。
基于文本语义分析的相关度方法是以维基百科页面文本为计算依据，通过对页面文本进行语义分析和词语统计建立维基百科概念的向量空间模型，根据向量模型的相关度计算维基百科概念的相关度。由Gabrilovich 和Markovitch 提出的ESA（Explicit Semantic Analysis）[2]方法最具代表性。ESA 方法利用维基百科词语覆盖面大、概念语义描述丰富的特点，在使用机器学习技术对页面文本中的词语和词组进行文本解析的基础上，把维基百科概念表示为概念解释向量，解释向量由页面文本中包含的文本片段组成，文本片段对于概念的重要程度体现为文本片段在向量中的权重。文本片段的权重计算采用了TF-IDF算法，该算法是信息检索领域与数据挖掘领域的常用加权技术，一个文本片段在某一个页面中的权重等于该文本片段在页面中的统计频率与该页面片段在整个维基百科中逆向页面频率之积。ESA 方法不仅可以用于计算词语语义计算，也可以计算任意长度的语义计算，但是该方法需要事先构建基于维基百科所有概念的解释向量空间，计算量大。
维基百科类向链接模型WCVM[3-4]（Wikipedia Category Vector-based Measures）由Hadj Taieb等人提出的，利用类别中包含的所有页面文章的词干来形成类别向量，并将概念之间的相关性转换为概念页面文章所属类别向量的余弦，该方法首先是进行预处理，为与维基百科类别图有关的每个类别提供语义描述向量，包括从分配给目标类别的页面文章中提取词干的权重。其中，类别向量中的词干权重计算分为使用词频（TF）的WCVM-1[3]和使用词频 - 逆文档频率（TF*IDF）的WCVM[4]。

维基百科单向链接模型WOLM[5]（Wikipedia One-way Link vector-based Measures）是由Milne在2008年首次提出的，不同于维基百科从类别层次结构或文本内容中提取词语的语义相关性度量，这种方法是基于页面链接的相关度方法，把维基百科中的页面超文本链接结构作为相关度计算数据模型。在维基百科中，页面通过超文本链接相互关联，一个页面的超链接既包括在页面文本中链接到其他页面的出链接（Outgoing Link），也包括从其他页面链接到该页面的入链接（Incoming Link）。Milne利用概念文章中出现的外链接来构建单向外链接向量，用于表征概念所属的页面，并计算两个给定概念的两个链接向量之间的余弦，来估计它们的语义相关性。
随着维基百科的不断发展和增长，ESA方法中的概念向量和WCVM方法中的词干向量的维数迅速增加，它们的向量权重变得稀疏，从而导致ESA和WCVM方法的性能急剧下降。上述基于维基百科的度量中，最具有前途的相关性方法是WOLM模型，因为其在维基百科中的手动定义的链接数量有限且接近人类的语义。但是，该模型仍然存在一些问题，这限制了WOLM模型的性能。例如，WOLM模型在计算概念页面向量权重时仅使用单向外链接，没有使用维基百科中的内链接（in-link），没有理想的消除策略。为了克服这些问题，本发明通过组合维基百科中概念的外链接和内链接来提出维基百科双向链接向量的词语相关度模型，以提高现有WOLM方法中单向外链接向量的性能。

发明内容
本发明提出了一种基于维基百科双向链接的词语语义相关度计算方法。该方法以维基百科概念页面之间的入链与出链作为特征集合，将现有的单向外链接向量计算模型扩展为双向向量，形成描述概念页面语义的双向链接向量，并通过计算概念间双向链接向量的余弦来获得词语之间的相关度。在计算过程中，本发明使用术语频率-逆文档频率（TF-IDF）方案计算双向链接的权重，统一给定概念与外链接或内链接之间的关联程度。本发还改进了维基百科消岐处理算法与维基百科链接向量的余弦计算公式，进一步提高了计算的准确度,如图1所示。
本发明的方法为：
对于任意的两个词语word1和word2，通过以下步骤进行基于维基百科双向链接的词语语义相关度计算：

步骤1：在维基百科数据资源库中获取二个词语的定位页面。
步骤2：若定位页面属于内容页面，定位页面即是义项页面，此时该词语的义项页面序列数目为1，转步骤3；若定位页面属于消歧页面，先使用本发明所提出的消岐算法进行消岐，然后转步骤3。
步骤3：计算出每一个义项页面的基于维基百科双向链接向量的概念语义描述。
步骤4：通过义项页面间的双向链接向量的余弦，计算出两个词语的每一对义项概念间的语义相关度，并将其中的最大值作为词语word1和word2之间的语义相关度。
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图1基于维基百科双向链接的词语语义相关度计算示意流程图
本发明的详细描述设计如下：
页面定位
计算两个词语相关度的第一步是找到词语在维基百科数据资源库中的定位页面，把词语相关度计算转换为页面相关度度量。本发明采用查询维基百科页面的标题来实现词语与页面的映射，具体分为三种情况。其一、在维基百科中存在标题与词语完全一致的页面，比如词语“Glass”可以定位到标题为“Glass”的页面；其二、在维基百科中词语重定位到的页面，这种情况表示词语与页面的标题属于同义词，比如词语“automobile”重定向为标题为“Car”页面；其三、在维基百科中存在标题为“词语+(disambiguation)” 或类目属于“Disambiguation pages”的页面，比如词语“tool”可以定位到标题为“Tool (disambiguation)”的页面。本发明的页面定位采用JWPL(Java Wikipedia Library)工具，对于任意词语word，通过检索维基百科数据资源库找到其对应的一到多个页面，并最终选取计算定位页面列表。

本发明采用查询维基百科页面的标题来实现词语与页面的映射，具体的定位过程包括以下步骤：

（1）若词语word只能检索到一个页面，则直接确定该页面为word的唯一定位页面。

（2）若词语word可以检索到多个页面，且存在标题为“ word+(disambiguation)”或类目属于“Disambiguation pages”的页面，则把该页面加入到word定位页面序列，并结束页面定位，否则转下一步骤。比如词语“car”可以检索到标题为“Car”、“C.a.R.”、“CAR”、“Car (disambiguation)”等页面，此时选择“Car (disambiguation)”页面加入“car”的定位页面序列。

（3）若词语word可以检索到多个页面，且存在从word重定向的页面，则选取该重定向的页面加入到word的定位序列，然后结束页面定位，否则转下一步骤。比如词语“gem”可以检索到的页面包括“Gemstone”和“GEM”，由于“gem”重定向到“Gemstone”页面，所以本步选择“Gemstone”页面加入词语“gem”的定位页面序列。

（4）若词语word可以检索到多个页面，且存在标题与word完全一致的页面，则把该页面加入word的定位页面序列。在维基百科中，满足这一步的条件与步骤（3）互斥，即若存在标题与word一致的页面，则不存在word重定向的页面。

对词语word的维基百科页面定位过程结束后，最终的定位页面序列由1个页面组成，页面类型为内容页面或消歧页面。由于消歧页面表示了词word蕴含的多个义项，所以需要对定位页面中的消歧页面消歧处理为多个义项页面，最后形成义项页面序列参与页面概念的语义相关度计算。

页面消歧算法
本发明将根据以下规则消除消歧页面的歧义：
（1）排序策略。与基于外链接（out-links）或内链接（in-links）的反向排序策略不同，本发明使用基于社会认知度的策略对消歧页面中的外链接进行排序，也就是说，本发明直接在消歧页面中按照它们在消歧页面中出现的顺序对其按外链接进行排序。本发明认为人们在编辑消歧页面时经常会在页面前面列出更常用的术语。因此，消除歧义页面中的外链接顺序反映了人们对这些相应术语的流行度的一般看法。
（2）队列插队策略。在很多研究中，优先选择消歧页面中包含了两个待比较词的链接，对于两个词语word1和word2，本发明首先选择消歧页面中链接形如word1(word2)或word2(word1)插入到步骤1中已经排序过的队列前面。如果没有这样的链接出现，则检索包含word1和word2的链接并将其插入到步骤1中队列的前面。
（3）有效项义项数量的选择策略。本发明采用可调节的消歧阈值θ（θ取值为1到全部），来确定将从消歧页面中选择多少外链接作为有效项义项参与相关度计算。
基于维基百科双向链接向量的概念语义描述
由Milne创建的维基百科单向链接向量模型仅考虑概念页面中的外链接。例如，在Milne和Witten给出的图2中，只有图的下半部分中的外链接被用作概念的语义描述向量的实体，而上半部分中的内链接被放弃，这会导致相关性测量中的语义证据不足。

事实上，从图2中，可以发现汽车（Automobile）和全球变暖（Global Warming）概念之间的内链接代表了它们维基百科的同一页面中的共现情况。因此，根据Firth 和Harris提出的分布假设理论，本发明认为概念的内链接也可以用作相关性测量的语义证据。因此，本发明提出以下基于维基百科双向链接的向量模型来表示维基百科中概念的语义解释，以提高基于维基百科链接特征相关性度量的准确性。
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图2：维基百科中概念之间的链接实例
定义1.维基百科中概念c的概念语义解释（CSI）被定义成为一个双向链接向量Vc，该向量由两种类型的加权链接组成，即概念c的加权外链接和加权内链接， 计算如下：
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其中OutLink（c）和InLink（c）分别表示概念c在维基百科所对应页面的外链接和内链接的集合。函数
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表示的是基于双向链接的权重，用以表示向量实体x与给定概念c之间的相互关联的强度，其定义如下：

定义2.对于概念c的概念语义解释（CSI）向量Vc中的任何实体x，被分配基于双向链接的权重，计算如下：
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其中[image: image187.wmf]cx
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分别表示CSI向量实体概念x和给定概念c之间的两种类型的链接。 概念x和c之间可能只有一个链接关系，它是给定的概念c链接到其外链接概念x（如图3（a）所示）或内链接概念x链接到给定概念c（如图3（b）所示）。 本发明进一步提出定义3来统一计算两个链接关系[image: image189.wmf]xc
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定义3.设P是维基百科中所有概念页面的集合，T是链接到b的所有页面的集合，则本发明使用术语频率 - 逆文档频率（TF*IDF）方案，给出链接[image: image193.wmf]ab
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其中，b是在概念页面a中具有外部链接的概念，
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图3：概念语义解释中的向量实体x与给定概念c之间的三个链接关系

双向链接向量的余弦计算

维基百科链接代表维基百科概念的典型特征，它们是手动标注并且接近人类的语义。 因此，与维基百科页面中的词干相比，任意两个维基百科概念页面之间的重叠链接比率通常较低，这导致维基百科链接向量之间的大多数余弦值通常非常小，并且明显偏离人类的判断值。为此本发明通过如下的对数法改进现有的向量余弦公式，使得基于维基百科链接向量的词语相关的计算值更接近于人类的判定。

定义4.设
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为维基百科中概念c1和c2的两个概念语义解释的双向链接向量，则本发明提出的基于对数方法的改进的向量
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其中，twc（s）是指概念c的语义解释向量中实体s的基于维基百科双向链路的权重。

本发明的技术特点与优势
经实验数据与其他方法的对比，本发明总体表现要优于现有的基于维基百科链接的词语相关度计算方法。主要的特点与优势如下：
本发明突破了传统方法，提出一种双向链接的向量模型，维基百科页面链接结构比较特殊，概念页面中不仅存在出链接，同时还有入链接，页面的特征不能仅仅利用出链接来表示，本发明将页面的入链接和出链接作为页面特征构建描述概念语义的特征向量，这样处理，更具有合理性，也进一步的提高了计算的准确度。
本发明还改进了维基百科的消歧处理算法，根据维基百科消歧页面的义项条目的特点，通过排序策略，队列跳跃策略以及有效项数量的选择策略，对消歧页面进行消歧处理。对于计算结果的准确度提高有很大的帮助。
本发明还使用对数方法改进了维基百科链接向量的余弦计算公式，使得基于维基百科链接向量的词语相关的计算值更接近于人类的判定，从而扩展了基于维基百科链接向量的词语相关方法的应用范围。
四、基于依存关系、词性和语义词典的类中心向量文本分类法（专利号：ZL201810496803.9）
技术领域
本发明涉及自然语言处理中的文本分类，具体是一种基于依存关系、词性和语义词典的类中心向量文本分类法。针对基于统计学的特征选择算法的语义缺陷，本发明引入依存关系、语义词典、词性对文本特征进行优化与聚类，提出了改进的权重计算公式，进而提出了改进的类中心向量文本分类方法。本发明的文本分类法同时兼顾了传统类中心向量法的高计算效率与K最近邻算法的高分类精度二方面的优点，可广泛应用于各类分类系统中。
背景技术
随着计算机技术的飞速发展，特别是在“互联网+”的时代背景下，诸如文档、图片、音频和视频等网络信息以指数形式爆炸性增长，日常生活中每天都会产生大量的以电子文件形式存在的数据，人们如何从海量数据中获取想要的信息是当前研究的热点和难点，文本分类是其中的一个重要研究方向。
文本分类是文本处理技术里的一个重要研究方向，始于20世纪50年代，它是集语言学、数学、计算机科学和认知科学等于一体的综合性技术。20世纪50年代末，美国IBM公司的技术员H.P.Luhn将词频概念引入自动文本分类领域，主要思想是利用词语在文本中出现的频率来决定词语对于该文本区别于其他文本的重要程度，标志着自动文本分类阶段的开始。
常见的文本分类算法有贝叶斯分类算法、K最近邻算法（KNN）、支持向量机(SVM)、类中心向量算法。贝叶斯算法虽原理简单、易于实现，但其是基于一个假设，只有当文本数据集是相互独立的，分类准确率才会高，因而被用于分类实验有一定局限性；K最近邻算法分类准确率很高，但分类效率非常低，面对小规模语料集有比较好的分类效果，但遇到大规模语料集就会出现分类时间较长的问题；支持向量机由于其泛化能力很强，广泛适用于小样本语料集，而在大规模语料集的分类实验上，支持向量机的分类效果并不太好；类中心向量法主要优势是在分类实验之前就对语料集进行了大幅度的削减，因而分类实验计算量较小，分类效率很高，但其向量的维数过大，且向量权重过于稀疏，从而造成分类精度不高。本发明首先通过依存关系、词性和语义词典对特征选择进行语义层面的改进，并将语义信息进行量化融入文本特征权重计算中，然后通过语义词典分类结点的编码，对类中心向量进行聚类，从而达到对类中心向量降维与减少向量权的稀疏，最终实现了一种基于依存关系、词性和语义词典的类中心向量文本分类法，该文本分类法同时兼顾了传统类中心向量法的高计算效率与KNN的高分类精度二方面的优点。
发明内容
本发明的方法为：
首先对数据集进行预处理并按照9:1的比例分割训练集和测试集，利用美国斯坦福大学开发的Stanford Parser句法分析软件，对经过预处理的训练集进行词性标注与依存关系分析；根据本发明提出的基于依存关系、词性与语义词典的IT-IDF计算公式计算相应特征的权重；然后采用本发明提出的基于语义词典的类中心向量聚类方法，在每个类别的训练集中筛选出合适的TOP-K作为该类别的类中心向量；最后按照以下步骤对测试集中待分类文本进行分类（如图1所示）：
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图1文本分类流程
Step1：利用Stanford parser对待分类文本进行依存句法分析，分别得到其词性标注与依存关系； 

Step2：分别根据本发明提出的依存等级表和词性等级表确定文本特征的句子成分与词性等级，利用语义词典对文本特征进行同义词替换，按照本发明改进的TF-IDF方法计算特征权重值； 

Step3：为待分类文本选择前TOP-K作为该文本的特征向量；
Step4：利用语义词典的分类关系对待分类文本的特征向量与各类别的类中心向量进行比对，并根据本发明提出的文本向量相似度公式，计算待分类文本特征向量与各类别的类中心向量之间的向量相似度； 

Step5：将待分类文本分入向量相似度值最大的类别；
本发明的详细设计如下
1. 对数据集进行预处理
要进行文本分类实验，首先要做的工作是将文本转化为适用于表示和分类的干净的词序列，这个工作通过预处理来完成。本发明的预处理包括对中文语料的分词或对英文语料的词根还原、删除停用词、去除低频词三个环节。
2. 基于依存关系、词性的特征选择方法
基于依存关系的句法分析可以反映出句子中各成分的语义关系，不受成分的物理位置影响，如今被广泛应用于分析句子结构之中。首先，本发明根据词语在句子中与谓词的依存关系的不同，决定词语对句子、文本甚至类别的重要程度，也即根据词语所代表的句子成分决定词语对文本的重要程度。本发明根据词语与谓词的依存关系决定其在句子中的成分，并根据句子成分对于句子的重要程度将句子成分及其对应的依存关系划分成8大等级（见表1），并依据表1提出了改进TF-IDF的方法。
表1 依存等级
	句子成分
	依存关系
	等级

	主语
	Subj(主语)
	1

	
	Nsubj（名词主语）
	

	
	Npsubj(被动型主语)
	

	
	  Nsubjpass（被动名词主语）
	

	宾语
	Obj（宾语）
	2

	
	Dobj（直接宾语）
	

	
	Iobj（间接宾语）
	

	名词性修饰成分
	Nmod（复合名词修饰）
	3

	
	  Npadvmod（名词作状语）
	

	谓语
	Root（中心词）
	4

	定语
	Assmod（关联修饰）
	5

	
	Numod（数量修饰）
	

	补语
	Comp（补语）
	6

	
	  Acomp（形容词补语）
	

	
	Tcomp（时间补语）
	

	
	  Lccomp（位置补语）
	

	状语
	Advmod（状语）
	7

	其他
	其他依存关系
	8


进一步，本发明在对特征词性的统计中，发现了这一现象：文本是由实词（名词、动词、形容词、数量词、代词）和虚词（副词、介词、连词、助词、叹词、拟声词）构成，不同词性的词语在文本中所占比例不同。相关的研究也表明，最能表征文本含义的主要是文本中的实词。因此，本发明认为文本的特征向量主要是由具有名词和动词词性的特征来表征，而其他词性的特征相对于名词、动词的重要程度要小一些，并依据此，将实词和虚词分成了四个等级，如表2所示。
表2 特征词性等级表
	词性
	等级

	名词
	1

	动词
	

	形容词
	2

	数量词
	

	代词
	

	副词
	3

	介词
	

	连词
	

	助词
	4

	叹词
	

	拟声词
	


在表2中，名词和动词被分为第一等级词性，形容词、数量词和代词都被认定为第二等级词性；副词、介词、连词和助词、叹词、拟声词分别被分入第四等级词性。
3. 基于依存关系、词性与语义词典的TF-IDF权重计算方法
在将数据集中的文本特征分别依据依存关系和词性划分等级之后，本发明提出了如下的基于依存关系、词性与语义词典的TF-IDF权重计算方法，具体步骤如下：
（1）依据语义词典分别对数据集文本中的特征进行同义词与近义词合并，其中，同义词组使用语义词典中该组的第一个词作为特征代表，而近义词组使用在语义词典中最先搜索到的近义词作为特征代表；
（2）根据Stanford Parser依存句法分析结果，统计特征ti在文本中属于表1第k1等级句子成分的次数（设为m1），其中，本发明将通过名词组合依存关系nn形成的依存关系链[nn(C,C1)，nn(C,C2)，...，nn(C,Cn)，nsubj(root,C)]进行处理，将“C1C2... CnC”处理为主语，同时将词语“C”、“C1”、“C2”... “Cn”都处理为第1等级的主语特征处理，并对依存关系链[nn(R,R1)，nn(R,R1)，...，nn(R,Rn)，dobj(root,R)] 进行处理，将“R1R2...RnR” 处理为宾语，同时将词语“R”、“R1”、“R2” ... “Rn”都处理为第2等级的宾语特征，以完善依存关系的不足；然后，按照本发明提出的如下基于句子成分的词频公式，计算出特征ti在文本中基于句子成分的权重词频
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                  （1）
其中λ是一个参数，用于调节句子成分等级间的权重差距，取值范围是[0,1]；
（3）按照本发明提出的如下基于句子成分的TF-IDF权重公式，计算出特征ti在语料中基于句子成分的
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            （2）
其中，s表示特征i所在文本总词数，D表示数据集文本总数，pi表示包含特征ti的文本数；
（4）根据Stanford parser句法分析的词性标注结果，统计特征ti在文本中属于表2第k2等级词性的次数（设为m2），按照本发明提出的如下基于词性的词频公式，计算出特征ti在文本中基于词性的权重词频
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（5）按照本发明提出的如下基于词性的TF-IDF权重公式，计算出特征ti在语料中基于词性的
[image: image210.wmf]2

_

i

TFIDF

：

[image: image211.wmf]2

2

22cos

82

_log0.01

i

i

k

m

D

TFIDF

sp

b

p

æö

éù

æö

ç÷

êú

´´

ç÷

ç÷

êú

èø

æö

ëû

èø

=´+

ç÷

èø

          （4）
其中，s、D、pi的含义与公式（2）相同；
（6）按照本发明提出的如下的加权平均公式，计算出特征ti在语料中最终的基于
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4. 基于语义词典的类中心向量聚类法
传统的类中心向量形成的基本过程是首先通过对某一类别训练集中每一个文档的文本向量的特征进行并运算（∪），求出该类别的类中心向量的特征集合，然后对该类别每一个特征在所有文档中的权重进行算术平均，确定该类别类中心向量每一个特征的权重，最后形成该类别的类中心向量。传统的类中心向量的最大缺点就是向量的维数过大，且向量权重过于稀疏，从而造成分类精度不高。本发明通过语义词典分类结点的编码，对类中心向量进行聚类，从而达到对类中心向量降维与减少向量权的稀疏。
其中，对于中文语料使用哈工大《同义词词林（扩展版）》语义词典进行聚类，且考虑到《同义词词林》为只有五层且无多重继承的分类结构，第三层以上都较为抽象，故对于以等号“=”结束的7位编码的同义词组特征，只以其前四级、5位词群编码作为其聚类特征，如初始特征“公民”的编码为“Aa01B01=”，以其前四级词群编码“Aa01B” 为其聚类特征，同时该词群编码也是编码为“Aa01B02=”的初始特征“民众”的聚类特征，此时本发明称初始特征“公民”和“民众”都参与了词群编码“Aa01B” 的聚类。而对于以 符号“@”结束的7位编码的同类词组特征，则直接以其编码作为它的聚类特征，如初始特征“师生”的编码为“Aa01C07#”，直接以其编码“Aa01C07”作为其聚类特征，该聚类特征还代表“教职员工”、“ 群体”等其他23个同类特征词。对于英文语料库使用美国普林斯顿大学的《WordNet》语义词典进行聚类，且考虑到WordNet为具有多重继承、平均深度达到10层，故以位于6-9层的最近公共上位同义词组的编码作其聚类特征，如初始特征“apple”和“pear”的聚类特征为位于WordNet 的第七层的“edible fruit” 最近公共上位结点。
其具体步骤如下：
（1）利用特征在所有文档中的权重的算术平均公式，确定类中心向量的初始值，其公式为：

[image: image214.wmf]and

0

000

,,,,

1

1

{(,)|[1,]}

k

i

k

s

kjkjkjkj

C

i

k

Vtwjmww

S

=

=Î  =

å

            （6）
其中，
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表示第k个类别的初始类中心向量，m为初始类中心向量的维度，
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表示第k类别的初始类中心向量中的第j个特征，
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为第k类别的初始类中心向量中的第j个特征的初始权重值，
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为训练集中第k个类别文本总数，
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表示第k类别中第i文本的第j个特征的权重值；
（2）基于语义词典对类中心向量的特征聚类方法为：对于中文语料使用哈工大《同义词词林（扩展版）》语义词典进行聚类，且规定第k类别中任意初始特征
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，若其在《同义词词林》中的编码以表示同义词组的等号“=”结束，则以其编码的前四级的编号，作为它的聚类特征，若其在《同义词词林》中的编码以表示同类词组的“@”符号结束，则直接以其编码作为它的聚类特征；对于英文语料使用美国普林斯顿大学《WordNet》语义词典进行聚类，且规定第k类别中任意初始特征
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，若其在WordNet中的层次小于或等于6，则以其在WordNet中的同义词组的编码作为其聚类特征，否则以它与其所在类别的初始向量的其余特征在WordNet中的处于第6~9层之间的最大公共上位同义词组的编码作为它的聚类特征，其中，最大公共上位是指位于WordNet第6~9层之间、包含指定初始向量中最多特征词的最近公共上位同义词组；
（3）按照步骤2对第k个类别的初始类中心向量的所有特征进行聚类，然后按照以下公式，得出聚类后的第k个类别的类中心向量：
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其中，
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表示聚类后的第k个类别的类中心向量，n为聚类后的类中心向量的维度且n小于或等于该类别的类中心向量的初始维度m，
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采用公式（1）~（5）计算。

5. 待分类文本特征向量与类中心向量相似度计算
在经过基于依存关系和语义词典的改进的特征选择确定类中心向量和文本特征向量之后，需要对测试集与类中心向量进行相似度计算，由于传统的余弦相似度灵活性较差，本发明提出了新的向量相似度公式。类中心向量是针对整个类别筛选出最具代表性的特征及其权重值来代表该类别，因此类中心向量的维度通常小于文本特征向量，本发明以类中心向量为基准，将待分类文本特征向量中的特征项与类中心向量中的特征项一一作比对，用匹配上的特征权重之和与类中心向量所有权重之和的比值表示该待分类文本与该类的相似度值，具体计算过程如下：
（1）按照本发明提出的基于依存关系、词性和语义词典的特征选择方法与特征权重的TF-IDF计算方法，确定每一个类别的类中心向量
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（2）将
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个权重，其计算公式如下：
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其中，
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表示的取值范围是
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能够使得分类效果达到最佳的最合适维度，
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维度下的第k类的类中心向量，
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[image: image243.wmf]q

维度下待分类文本dx的特征向量。
（3）按照如下的本发明提出的向量相似度公式，计算待分类文本dx的特征向量
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其中，
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中能够被待分类文本dx的特征比对成功的特征集合，对于待分类文本dx中的任意特征tx,i，其与任意的Tk,j∈
[image: image252.wmf]()
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的比对规则为：当tx,i与Tk,j在指定的语义词典中的编码相同，或在语义词典中tx,i属于Tk,j的下位词，则称tx,i与Tk,j比对，否则它们比对不成功。
6.本发明的优点
本发明的优点包括：
（1）弥补基于统计学方法的不足，通过依存关系、词性和语义词典对特征选择进行语义层面的改进，并将语义信息进行量化融入文本特征权重计算中，在经过特征选择之后的文本特征向量更能表征文本、反映类别；
（2）本发明通过语义词典分类结点的编码，对类中心向量进行聚类，从而达到对类中心向量降维与减少向量权的稀疏；
（3）分析余弦相似度算法的不足，提出了新的文本向量相似度公式，更大程度的提高了分类效果；
（4）在相似度计算的特征比对过程引入语义词典，解决特征流失问题，提高分类精度。
五、一种基于依存关系的教学领域本体自动生成方法与装置（专利号：ZL201810219253.6）
技术领域
本发明涉及人工智能领域中的自然语言处理、知识管理与信息抽取，具体是基于依存关系的教学领域本体自动生成方法与装置，该方法与装置将计算机作为工具，以教材文本语料作为处理对象，实现教学领域本体的自动生成，可广泛应用于各种学科的教学专家系统、教学问答系统与智能教学系统中的教学领域本体的自动构建。
背景技术
本体（Ontology）起源于哲学。它是对客观存在的事物进行规范化、形式化的描述。随着信息技术的发展，20世纪80年代，本体被引入信息领域，并导致了语义Web的产生。本体具有概念化，形式化，明确性以及共享性的特点。本体按照通用程度的高低，可以分为通用本体、核心本体、领域本体三种。其中，领域本体就是对某一特定领域中包含的共享概念进行的形式化、明确性的解释。领域本体可以明确地表示领域中概念的含义，概念之间的关系，以及概念的属性。基于语义关系的结构化表示是让计算机可以理解本体的基础。领域本体又是人们对某一领域知识达成共识的一种途径，有助于实现领域知识共享和重用；同时，对领域知识进行整理，还有助于获得各种隐含的知识。因此，领域本体获得了越来越广泛的应用。目前，语义Web与领域本体在智能教学系统中也得到了广泛的应用，包括：学习资源的语义标注与学习对象的语义检索，基于领域本体的智能学习内容开发及聚集，以及基于领域本体的个性化辅导、自然语言接口与定理证明等。
目前，领域本体的构建方法主要是由领域专家根据自己掌握的知识提供本体构建所需要的信息，并借助于本体编辑工具，进行手工构建。这种方法不仅工作量大，需要大量的人力，而且由于领域专家对专业知识的见解不同，导致构建的本体不容易达成共识；另一方面，随着科技的不断发展，各行各业的信息也呈现出爆炸式的增长，显然手动构建领域本体的方法已经不能满足当今信息时代的需要。为了解决这些问题，研究者们开始尝试使用计算机从文本中自动抽取构建本体所需的关系信息。目前，从文本中自动抽取本体关系的方法主要分为：句子模板（又称句子模式、公式）与机器学习（又称关联规则的自动发现）二大类。它们各有优缺点。其中，句子模板的方法使用事先设计好的模板或模式进行句子分类与关系信息的提取，因此精度较高，但受限于模板的规模，其适应能力与通用性较差；而机器学习的方法，通过统计学或语义分析的方法进行句子分类与关系信息的提取，它并不需要事先设计模板，因此适应能力较强但精度较低。传统的句子模板与关联规则方法，普遍采用关键词或短语作为特征，如：潘黎和冯速提出的《基于概念层次网络的小学应用题句类分析和知识提取》方法，这类方法的最大缺点就是模板容易受特征词语的物理位置影响，因此通用性较差，需要建立大规模的模板库。虽然，古凌岚和孙素云提出了《基于语义依存的中文本体非分类关系抽取方法》，可克服句子特征受物理位置的影响，但他们并没有通过语义依存关系建立精确的句子模板，而是通过语义分析发现本体关系及其相关信息，其关系提取精度不高，只能达到60%左右的正确率。此外，该方法只能提取本体的非分类关系，而无法提取构成本体概念层次结构的分类关系，并且需要领域本体的概念层次的支持，因此该方法无法全方位地实现领域本体的自动生成。本发明提出的基于依存关系的本体自动生成方法，通过依存关系建立适应能力强、精度高的各类句子模板，以教材为语料库，可实现零起点的本体自动生成。在实际应用中，本发明的关系提取可达到80%以上的正确率。
法国语言学家L.Tesiniere于1959年首次提出依存关系的概念，他认为句子中的谓词是一个句子中起支配作用的中心，而其所支配的任何成分以某几种特定的关系分布在句子中。即可以将依存关系表达为一个中心词与依存词通过特定的结构构成的语义关系。依存关系的句法分析可以反映出句子中各成分之间的语义依存关系，不受成分的物理位置影响。如今被广泛应用于分析句子结构之中。美国斯坦福大学设计的开源语法解析工具Stanford Parser是目前国际上最为权威的句子语法与依存关系分析软件，它可支持英语、德语、法语与中文等多种语言。
发明内容

本发明充分利用句子依存关系不受成分的物理位置影响，以及教材文本文字规范、语法通顺、句法与依存关系分析准确率高的特点，使用国际上最为流行的Stanford Parser语法解析工具对教材文本进行句法分析，得出教材句子语法成分之间的依存关系，通过基于依存关系的描述本体关系的句子模板，对教材句子进行分类与本体关系信息的提取，自动生成基于语义关系的教学领域本体。本发明所包括的装置有：领域术语表、句子模板库、句子预处理模块、模板推理机与本体关系生成器，如图1所示。
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图1为实施例中教学领域本体自动生成方法的流程示意图。
本发明的方法为：
首先通过TF_IDF权重从教材中抽取并自动生成领域术语表，并将领域术语表中的术语转换为教学领域本体中的概念，生成只有单层结构的初始教学领域本体，然后根据各类教学领域关系的特点，定义基于依存关系的描述本体关系的句子模板，形成描述本体关系的句子模板库，最后按照以下步骤进行本体关系信息的提取与领域本体关系的自动生成：
步骤1）进行本体描述句子的预处理
步骤2）进行本体描述句子的依存关系分析
步骤3）进行关系模板的自动匹配
步骤4）进行本体关系信息的自动提取
步骤5）进行本体关系的自动生成
本发明的详细设计如下：
领域术语表的自动生成
教材中通常会出现一些通用语言词典所不包含的领域术语，如在计算机类教材中，“计算机网络”是一个不可分割的领域术语，而通用语言词典通常将其分为“计算机”和“网络”二个词语，因此，如果仅仅依靠通用语言词典进行分词，经常会将教材中的句子进行错误的分词。为此，本发明提出了一种基于TF_IDF权重的领域术语表的自动生成方法，来收集教材中的领域术语，为教材句子的正确分词及领域概念的正确划分提供依据，其步骤为：
（1）收集10套以上包括待处理教材在内的不同学科的教材电子文档，形成教材语料库。
（2）使用通用语言词典及现有的分词软件，对教材语料库中的所有句子进行分词及词性标注，形成教材语料库的基本词汇表。
（3）对分词后的每一本教材句子中所有通过空格相连、最右边以名词结尾的名词、形容词与副词的基本词汇序列，按从右向左的顺序逐个合并，形成该教材语料库的扩展术语表。如：对于句子片段“快速 计算机 网络”，合并成“计算机网络”与“快速计算机网络”两个扩展术语。
（4）按以下公式，计算每一本教材中，每一个扩展术语的基于词频（TF）和逆文档频率（IDF）的TF_IDF权重：
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其中，t为该扩展术语在本教材中出现的次数，s为该扩展术语在教材语料库中出现的次数，D为教材语料库中的教材总数，d为出现该扩展术语的教材数。
（5）对于指定教材中的任意一个扩展术语，如果该扩展术语在指定教材中的TF_IDF权重大于0，并且高于它在其余教材中TF_IDF权重的平均值，则该扩展术语被收录为指定教材中的一个领域术语。
（6）重复步骤（5），对指定教材中所有扩展术语进行处理，从而得到指定教材的领域术语表。
描述本体关系的句子模板的结构与定义
2.1描述本体关系的句子模板的结构
   本发明的描述本体关系的句子模板是一个基于依存关系的谓词蕴含公式，其BNF定义为：
<句子模板>:=<谓词蕴含公式>

<谓词蕴含公式>:=<条件><→><结论>

<→>:=“表示通过条件推导出结论的蕴含运算符”
<条件>:=（<个体声明>，<连接符>，<依存关系谓词>，<关系表达式>）

<结论>:=（<连接符>，<模板声名谓词>，<本体关系谓词>）
<个体声明>:=<量词><个体变量><∈><个体域>

<量词>:=<全称量词
[image: image257.wmf]"

>|<存在量词
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<∈>:=“表示个体属于某个域的集合算符”
<连接符>:=<合取符∧>|<析取符∨>

<依存关系谓词>:=“由依存关系名命名的谓词”
<模板声名谓词>:=“由模板名命名的谓词”
<本体关系谓词>:=“由本体关系名命名的谓词”
<关系表达式>:=（<操作数>，<关系运算符>）

<操作数>:=<函数>|<个体变量>
<关系运算符>:= ”=” | ”>” | ”>=” | ”<” | ”<=”

其中，符号“:=”表示定义，“<>”表示定义中的元素， “（）”表示元组，“|”表示逻辑“或”关系。
2.2 句子模板的设计原则
    本发明的句子模板设计采用可判定相容原则，以达到简化句子模板结构的目的。具体为：
定义1. 相容性句子模板：如果句子模板A的所有条件完全被句子模板B的条件集合所蕴涵，则称句子模板B为句子模板A的相容性模板，其定义规则为：
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 Condition (B) [image: image265.png]


Compatible (B,A)))

   其中，谓词Condition (X )表示模板X的条件集合，谓词Compatible(X,Y)表示模板X与模板Y相容。
定义2. 句子模板的可判定相容：如果句子模板A为句子模板B的相容性模板，并且句子模板B至少包含一个句子模板A中所没有的条件，则称句子模板B为句子模板A的可判定相容性模板，其定义规则为：
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Comp_Just (B,A))) 

其中，谓词Comp_Just(X,Y)表示X是模板Y的可判定相容模板。
2.3 常见句子模板的定义
根据上述句子模板的结构，本发明提出了以下10个在教材中常见的描述本体关系的句子模板。
设S表示句子， sim(α,β)表示基于语义词典的词语α与β的相似度函数，S表示所有句子的集合，谓词Root(Root-0, v)表示v为中心词的依存关系，谓词Nsubj(v, n)表示n为v的主语的依存关系，谓词Dobj(v, n)表示n为v的宾语的依存关系, 谓词Neg(v, a)表示a为中心词v的否定修饰的依存关系，谓词Prej(v, n)表示n为v的介词修饰的依存关系，谓词Ccomp(v1, v2)表示v2为v1的补语从句中心词的依存关系，谓词Assmod(n1,n2)表示n2为n1的关联修饰的依存关系, 谓词Cop(v, n)表示v为n的系动词的依存关系，谓词Nn(n1,n2)表示n2为n1的名词组合修饰的依存关系，谓词hasPart(n1,n2)表示本体中n1包含n2的“整体-部分”关系，谓词partOf(n1,n2)表示本体中n1是n2的部分的“部分-整体”关系,谓词 At(n1,n2)表示本体中n1放置在n2的位置关系，TH1 、TH2分别表示2个相似度的阈值：0.85、0.6，则本发明的基于依存关系的描述本体关系的句子模板定义如下：
（1）模板1.父类为主语，子类为宾语的描述分类关系的句子模板规则：
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其中， String1={“分为”,“有”,“组成”，…，“包括”}表示模板1中分类关系特征的动词集合，
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表示在本体中概念n2被概念n1所蕴涵。本发明通过计算句子中心词与模板特征动词集合String1中谓词的相似度，确定句子是否为描述分类关系的句子，使得模板具有更强的通用性。符合此模板的句子结构与符合模板4的完全相同，为区分二者，在模板规则中进一步判定主语与宾语的相似度是否大于或等于阈值TH2，即
[image: image274.wmf]>=

122

(,)

simnnTH

 

,如果是则符合模板1，否则符合模板4。
（2）模板2.父类为主语、子类为介词修饰语的描述分类关系句子模板规则：
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  其中，String1={“分为”,“有”,“组成”，…，“包括”}表示模板2中分类关系特征的动词集合。符合此模板的句子结构与符合模板2的完全相同，为区分二者，在模板规则中进一步判定主语与宾语的相似度是否大于或等于阈值TH2，即
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,如果是则符合模板2，否则符合模板5。
（3）模板3.通过系动词描述分类关系的句子模板规则：
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（4）模板4. “整体”概念为主语、“部分”概念为宾语的描述“整体-部分”关系的句子模板规则：
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  其中，String1={“分为”,“有”,“组成”，…，“包括”}表示模板4中整体-部分和部分-整体关系特征的动词集合。此模板可同时提取整体-部分和部分-整体关系，即整体-部分和部分-整体关系互为逆关系。符合模板4的句子举例如下：
例5.硬件包括运算器、控制器、存储器、输入设备和输出设备。其依存关系如下：[nsubj(包括-2, 硬件-1), root(ROOT-0, 包括-2), conj(输出设备-11, 运算器-3), conj(输出设备-11, 控制器-5), conj(输出设备-11, 存储器-7), conj(输出设备-11, 输入设备-9), cc(输出设备-11, 和-10), dobj(包括-2, 输出设备-11)]→hasPart(硬件，输出设备)∧partOf(输出设备，硬件)
（5）模板5. “整体”概念为主语、“部分”概念为介词修饰语的描述“整体-部分”关系的句子模板规则：
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其中，String1={“分为”,“有”,“组成”，…，“包括”}表示模板5中分类关系特征的动词集合。此模板可同时提取整体-部分和部分-整体关系，即整体-部分和部分-整体关系互为逆关系。
（6）模板6.存放位置为方位修饰语的描述位置关系的句子模板规则：
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其中，String2={“位于”，“放在”，“存放”，…，“放置”}表示模板6中位置关系特征的动词集合。
（7）模板7.存放位置为介词修饰语的描述位置关系的句子模板规则：
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其中，String2={“位于”，“放在”，“存放”，…，“放置”}表示模板7中位置关系特征的动词集合。
（8）模板8.领域关系名为补语从句中的动词的描述领域关系的句子模板规则：
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其中，String1={“分为”,“有”,“组成”，…，“包括”}表示分类关系特征的动词集合； String2={“位于”，“放在”，“存放”，…，“放置”}表示位置关系特征的动词集合；String3={“包括”，“包含”，“有”，…，“具有”}表示属性关系特征的动词集合；谓词Domain（v,n2,n3）表示n1与n2构成名为v领域关系。
（9）模板9.领域关系名为主句中心词、值域为介词修饰语的描述领域关系的句子模板规则：

[image: image283.wmf]12111121

11211112

1112

(,123)((,,)

(((0,)(,)(,)(,))

9()(,,))))

sSvStringStringStringvsnsns

RootRootvsimvvTHNsubjvnPrepvn

TempsDomainvnn

"ÎÎ$ÎÎÎ

-Ù<ÙÙ

®Ù 

II

   其中，String1、String2 、String3、 Domain（v,n1,n2）的含义与模板8中的相同。
（10）模板10.属性名为主语、使用非系动词的描述字符属性的句子模板规则:
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   其中，String3={“包括”，“包含”，“有”，…，“具有”}表示模板10中属性关系特征的动词集合，函数subStr1(s1,v1)返回字符串s1中v1之后（不包括v1）的子字符串，谓词Attribute（n1,n2,n3）表示n2与n 3构成名为n1的数据属性。
本体描述句子的预处理
由于本体是概念规范化、形式化的表示，而自然语言又是复杂多变的，如果能够把自然语言进行简化，把对本体构建没有贡献的成分删除，就可以减少信息抽取时的误差，将正确率尽可能地提高。如：“内部存储器又可分为只读存储器和可读又可写的随机存储器”，在本体构建中，只需要在“内部存储器又可分为只读存储器和随机存储器”中提取。句子中的“可读又可写的”是由“的”构成、对“随机存储器”表示修饰性关系的修饰性短语，删除掉后，不仅对本体的构建没有影响，还可以减小用现有软件对较复杂句子进行依存句法关系分析的错误率。因此在发明中进行本体信息抽取前，首先通过句法分析对句子进行预处理。
3.1 删除本体关系描述句子中的修饰性成分
给定一个来自教材的本体关系描述句子，首先根据通用语言词典及领域术语表对其进行分词，然后使用美国斯坦福大学设计的开源语法解析工具Stanford Parser对该本体描述句子进行句法结构分析，得到其句法描述树，最后按以下步骤删除本体描述句子中的修饰性成分：
（1）以广度优先算法遍历句法树。
（2）如果句法树中的节点为CP，删除CP及其子节点。
（3）如果句法树中的节点为DP，删除DP及其子节点。
 其中，CP为Stanford Parser句法分析中由“的”构成的表示修饰性关系的短语，DP为句法分析中的限定词短语。
3.2 基于依存关系的句子可满足性分析
通过美国斯坦福大学设计的开源语法解析工具Stanford Parser，对句子进行依存关系分析，判定句子是否符合本体关系提取的基本条件，包括：
（1）句子必须具有中心词。如果句子存在中心依存关系root，则满足，否则不满足。

（2）句子的中心词必须要有主语。如果句子的中心词存在主语依存关系nsubj，则满足，否则不满足。
（3）句子的语气必须是肯定而不能是否定。如果句子的中心词不存在否定修饰依存关系Neg，则满足，否则不满足。
如果一个教材句子同时满足上述三个条件，表明该句子符合本体关系提取的先决条件，可转模板推理机，作进一步的处理，否则放弃对该句子进行本体关系提取。
所述通用语言词典是指在现有分词软件中用于分词与词性标注的语言词典。
基于通用语义词典的术语相似度计算方法
由于领域术语通常不被通用语义词典所收录，本发明提出了一种特殊的基于通用语义词典的术语相似度计算方法。本发明将不被通用语义词典所收录的领域术语分解为多个语义词典所收录的词语元素，然后通过综合考虑领域术语之间的元素相似度与元素顺序得出基于通用语义词典的术语相似度。为统一相似度的计算，本发明将通用语义词典所收录的常规词语视为元素个数为1的领域术语。具体计算方法如下：
(1) 使用如下的公式（4）计算两个术语T1和T2之间的术语相似度：
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（4）
其中，Sem_sim(T1,T2)表示基于通用语义词典的语义相似度，Order(T1,T2)表示术语T1和T2之间的顺序相似度，|T|表示术语T中的元素个数。
（2）使用如下的公式（5）计算两个术语T1和T2之间的顺序相似度：
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             （5）
其中，Adjust(T1,T2)表示为使术语T1和T2中相同元素保持顺序一致而需调整的元素个数，如Adjust(软件系统，系统软件)=1，|T|表示术语T中的元素个数，Max表示取最大值，|T1∩T2|表示术语T1和T2中相同元素的个数。
（3）使用如下的公式（6）计算两个术语T1和T2之间基于通用语义词典的语义相似度：
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其中，
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maxsimtT

表示术语中的元素t与术语T的最大相似度，
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表示术语T中的所有元素，|T |表示术语T中元素的个数。
（4）使用如下的公式（7）计算术语中的元素t与术语T的最大相似度：
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其中，
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表示术语中的元素i和j基于通用语义词典的语义相似度。
（5）使用如下的公式（8）和（9计算术语中的元素i和j基于通用语义词典的语义相似度：
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其中，Concept(i)表示语中的元素i在通用语义词典中的义项集合，
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之间的所有二元组，LCP(a,b)表示义项a和b在通用语义词典中的最近公共父结点，
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表示最近公共父结点LCP(a,b)在通用语义词典中的深度，
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表示义项a和b在通用语义词典中的最短路径。
句子模板的自动匹配与本体关系信息的自动提取
为便于设计，本发明将模板规则中的前件都设计成蕴涵式的必要条件，而不是排他式的充分条件，例如，由于模板10与模板2、4的特征动词有交集，因此满足模板10的句子可能也会同时满足模板2或模板4
，即模板10为模板2、4的可判定相容性模板。为此，本发明的模板推理机在进行句子模板的自动匹配时，对于任意两个可判定相容性模板，首先选择有更多前件条件的强约束模板进行匹配，仅当强约束的模板不能满足时，才选择弱约束的模板进行匹配，从而避免模板的错误匹配。针对本发明提出的10个常见描述本体关系的句子模板的相容性与条件约束强弱，设计了以下模板匹配与本体关系信息的提取过程：
定义String1={“分为”,“有”,“组成”，…，“包括”}表示分类关系特征的动词集合； String2={“位于”，“放在”，“存放”，…，“放置”}表示位置关系特征的动词集合；String3={“包括”，“包含”，“有”，…，“具有”}表示属性关系特征的动词集合；String4={“内”，“里”，“之里”，…，“之内”}表示“in”位置关系的方向特征词集合；String5={“仅”，“仅仅”，…，“只”}表示全称量词的特征词集合； V表示所提取的关系名或属性名变量，C表示所提取的关系或属性的定义域词语集合变量，D表示所提取的关系或属性的值域词语集合变量，P表示所提取的信息性质是否为属性（P=1表示是属性，P=0表示不是属性，设初始值P=0），M表示所提取的关系或属性的约束量词（M=1表示全称量词[image: image299.png]


，M=0表示存在量词[image: image301.png]


，设初始值M=0），则对于任意的预处理之后的句子，其关系模板的自动匹配与本体关系信息的自动提取过程如下：
S1.分别通过句子的依存关系root和nsubj，提取句子依存关系中的中心词H及H的主语n_nsubj。进一步，如果n_nsubj不属于当前领域本体中的概念，并且通过检索n_nsubj的assmod与nn依存关系确定n_nsubj有关联修饰或名词组合修饰，则句子符合模板10的特征，转S2；如果n_nsubj属于当前领域本体中的概念，并且n_nsubj有名词组合修饰语n_nn，则将n_nn合并到n_nsubj中，转S3；如果n_nsubj无assmod和nn依存关系，则转S3；否则转S14。
    S2. 如果中心词H与String3中的某一个词语的相似度大于0.85，并且通过检索中心词H的dobj依存关系确定H有宾语，则与模板10匹配成功，否则转S14。进一步，将主语n_nsubj赋给属性名变量V，主语的关联修饰语或名词组合修饰语赋给属性的定义域词语集合变量C，将中心词H之后的子句赋给关系的值域词语集合变量D，将信息性质变量P设置为1，转S13。
    S3.如果中心词H与String1中的某一个词语的相似度大于0.85，则符合模板1、模板2、模板4和模板5的特征，转S4进行下一步的匹配；如果中心词H与String2中的某一个词语的相似度大于0.85，则符合模板6的特征，转S8进行下一过程的匹配；如果句子的依存关系中出现系动词关系cop，则符合模板3的特征，转S7进行下一过程的匹配；否则转S10。 
    S4. 通过检索中心词H的dobj依存关系，确定H是否有宾语n_dobj，如果中心词H有宾语，则符合模板1和模板4的特征，转S5进一步匹配，如果中心词H没有宾语，则符合模板2和模板5的特征，转S6。
    S5.计算主语n_nsubj与宾语n_dobj的相似度。如果n_nsubj与n_dobj的相似度大于0.6，则与模板1匹配成功，将关系名变量V设置为“is-a”；否则与模板4匹配成功，将关系名变量V设置为“hasPart”。进一步，转S12。
    S6. 通过检索中心词H的prej依存关系，确定H是否有介词修饰语n_prep，如果无，则转S14。如果H有介词修饰语，则计算主语n_nsubj与介词修饰语n_prep的相似度。如果n_nsubj与n_prep的相似度大于0.6，则与模板2匹配成功，将关系名变量V设置为“is-a”；否则，与模板5匹配成功，将关系名变量V设置为“hasPart”。进一步，通过检索介词修饰语n_prep的conj依存关系，找出n_prep的所有并列词，将n_prep及其并列词集合赋给关系的值域词语集合变量D，并将主语n_nsubj赋给关系的定义域词语集合变量C，转S13。
    S7.通过检索中心词H的dobj依存关系，确定H是否有宾语n_dobj，如果无宾语，则转S14；如果有宾语，则与模板3匹配成功，将关系名变量V设置为“is-a”，转S12。
    S8.通过检索中心词H的loc依存关系， 确定H是否有位置修饰词n_loc，如果无则转S9，如果有则与模板6匹配成功。进一步，通过检索位置修饰词n_loc的case依存关系， 确定n_loc是否有方向修饰词n_dir，若有且n_dir属于方向特征集String4，则将关系名变量V设置为“in”，否则置为“on”。更进一步，将主语n_nsubj赋给定义域变量C，将位置修饰词n_loc赋给值域词语集合变量D，转S13。
    S9.通过检索中心词H的prej依存关系， 确定H是否有介词修饰语n_prej，如果无则转S14，如果有，则与模板7匹配成功。进一步，通过检索介词修饰语n_prej的case依存关系， 确定n_prej是否有方向修饰词n_dir，若有且n_dir属于方向特征集String4，则将关系名变量V设置为“in”，否则置为“on”。更进一步，将主语n_nsubj赋给定义域变量C，将介词修饰语n_prej赋给值域词语集合变量D，转S13。
    S10. 通过检索中心词H的ccomp依存关系，确定中心词是否有补语从句谓词v_ccomp，如果无则转S11；如果有，则进一步通过检索补语从句谓词v_ccomp的dobj依存关系，确定v_ccomp是否有宾语v_dobj，如果没有则转S14，如果有则与模板8匹配成功。更进一步，将主语n_nsubj赋给定义域变量C，将宾语v_dobj赋给值域词语集合变量D，将补语从句谓词v_ccomp赋给关系名变量V，转S13。
    S11. 通过检索中心词H的prej依存关系，确定H是否有介词修饰语n_prej，如果无则转S14；如果有则与模板9匹配成功。进一步，将主语n_nsubj赋给定义域变量C，将介词修饰语n_prej赋给值域词语集合变量D，将中心词H赋给关系名变量V，转S13。
S12.通过检索宾语n_dobj的conj依存关系，找出宾语的所有并列词，将宾语n_dobj及其并列词集合赋给值域词语集合变量D，并将主语n_nsubj赋给定义域词语集合变量C，转S13。
S13. 通过检索中心词H的advmod依存关系，确定H是否有壮语修饰词n_adv，如果有，则进一步判断n_adv是否属于全称量词的特征词集合String5，如果是则置关系或属性约束量词变量M为1。更进一步，返回所提取到的本体关系5元组信息（V,C,D,P,M）并转系统的本体关系的自动生成模块。
S14.结束模板匹配，转预处理模块，处理下一个教材句子。
本体关系的自动生成
将模板推理机中提取的本体关系5元组信息（V,C,D,P,M），按以下步骤自动生成本体关系：
S1. 判定本体关系5元组信息中的信息性质变量P是否等于1，如果不等于1，则所提取的信息为本体关系，转S2；如果等于1，则所提取的信息为本体属性，进一步判定定义域词语集合变量C中的词语是否为当前领域本体中的概念，如果不是则转S5，否则若当前领域本体中不存在V中属性名的属性，则按V中属性名在当前领域本体中生成相应的字符型属性。更进一步，将值域词语集合变量D中的所有元素按顺序合并成一个字符串SD，如果约束量词变量M=1，则在当前领域本体中为概念C生成一个形如∀V.SD的属性约束，如果M≠1，则在当前领域本体中为概念C生成一个形如[image: image303.png]


V.SD的属性约束。转S5。
S2. 判定本体关系5元组信息中的变量名变量V是否等于“is-a”，如果不等于“is-a”，则转S3；如果等于“is-a”，则进一步判定值域词语集合变量D中的词语是否为当前领域本体中的概念，如果不是则转S5，否则如果定义域词语集合变量C中的词语不为当前领域本体中的概念，则在本体中生成相应名称的概念。更进一步，为C中的每一个概念生成一个形如[image: image305.png]


classOf.D的“is-a”关系约束，转S5。
S3. 判定本体关系5元组信息中的变量名变量V是否等于“hasPart”，如果不等于“hasPart”，则转S4；如果等于“hasPart”，则进一步判定定义域词语集合变量C中的词语是否为当前领域本体中的概念，如果不是则转S5，否则去除值域词语集合变量D中不为当前领域本体中概念的词语，之后D若为空则转S5，否则如果约束量词变量M=1，则在当前领域本体中为概念C生成一个形如∀hasPart. D的关系约束，如果M≠1，则在当前领域本体中为概念C生成一个形如∃hasPart. D的关系约束。更进一步，为D中的每一个概念生成一个形如[image: image307.png]


pastOf.C的关系约束，转S5。
S4. 判定本体关系5元组信息中的定义域词语集合变量C中的词语中的词语是否为当前领域本体中的概念，如果不是则转S5，否则去除值域词语集合变量D中不为当前领域本体中概念的词语，之后D若为空则转S5，否则若当前领域本体中不存在V中关系名的关系，则按V中关系名在本体中生成相应的关系。更进一步，如果约束量词变量M=1，则在当前领域本体中为概念C生成一个形如∀V. D的关系约束，如果M≠1，则在当前领域本体中为概念C生成一个形如∃V. D的关系约束。转S5。
S5.结束本体关系的生成，转预处理模块，处理下一个教材句子。
所述本体中的关系是指本体概念间的二元关系，本体中的属性是指本体概念与数据对象之间的二元关系，它是本体关系的一种特例。
本发明的装置
本发明所包括的装置有：领域术语表、句子模板库、句子预处理模块、模板推理机与本体关系生成器。其中，领域术语表：用于存储从教材中提取的本领域所特有的概念名、关系名与属性名；句子模板库：用于存储通过依存句法关系描述本体关系的句子模板；句子预处理模块：连接领域术语表，用于根据通用语言词典及领域术语词汇表对来自教材的句子进行分词、句法与依存关系分析，删除本体关系描述句子中的修饰性成分，判定句子是否符合本体关系提取的基本条件，得到句子的依存关系；模板推理机：连接句子模板库，按照句子模板规则中的前提条件，对通过预处理的教材句子进行模板匹配与本体关系信息，得到从教材句子中提取出的本体关系信息；本体关系生成器：根据模板推理机从教材句子中提取出的本体关系信息，在当前领域本体中生成相应的本体关系或本体属性。

本发明的优点

本发明的特点与优势总结如下：
本发明充分利用教材句子的语法规范与依存关系不受成分物理位置影响的特点，使用依存关系定义句子模板，提高了传统描述本体关系的句子模板的语义精度与适应能力；
本发明使用弱约束与可判定相容原则设计句子模板，有效降低了句子模板的设计难度，同时采用先强约束、后弱约束的模板匹配顺序，确保了句子模板匹配的正确性；
本发明提出了一种基于TF_IDF权重的教材领域术语表的自动生成方法，有效减轻了教材领域术语表生成过程中人工手动生成的负担；
本发明提出了一种基于通用语义词典的术语相似度计算方法，解决了因领域术语不被通用语义词典所收录而无法计算语义相似度的难题；
本发明在模板定义中使用了语义相似度对句子特征进行判断，进一步提高了模板的辨识度、语义精度与适应能力。
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(a) 概念c到它的外链接x
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(b) 内链接x到概念c





x





概念c的页面





概念 c





c








概念x的页面





概念 x





(c) 有着二种链接关系的概念c和x








