附件：拟转让专利的简介
一、“基于CNN卷积层和BiLSTM的中文短文本相关性度量方法”（专利号：2020105348628）
技术领域

本发明涉及自然语言处理技术领域，具体涉及一种基于CNN（卷积神经网）和BiLSTM（双向长短期记忆网络）的中文短文本相关性度量方法。
背景技术

文本数据在互联网数据中占很大部分，目前实时新闻、文章标题、聊天记录、搜索问题、商品评论等等均可以称为文本。对于这些文本的相关性度量研究在如问答系统、信息检索等自然语言处理任务中具有关键性的作用。对于文本语义相关性度量，目前大多采用基于卷积神经网络（CNN）的方法，然而卷积神经网络模型的卷积层主要提取的是文本中的局部特征，而非全局特征，而且经过池化层往往会丢失一部分特征，比如位置信息、空间相对关系信息等。对于图像处理来说，可能并不一定需要这些丢失的信息，只要可以提取出主要特征就可以完成相应任务。而对于具有时序性的文本来说，这些丢失的信息却起着至关重要的作用，例如“事半功倍”意思为只用一半的力气，而收到了加倍的功效，若将其位置打乱，可能就变为“事倍功半”，即做事的方法费力大，收效小。因此，现有基于卷积神经网络的文本相关性度量方法的准确性还有待提升。
发明内容

本发明所要解决的是现有基于卷积神经网络的文本相关性度量方法会丢失部分特征，而影响其准确性的问题，提供一种基于CNN卷积层和BiLSTM串行结合的中文短文本相关性度量方法。

为解决上述问题，本发明是通过以下技术方案实现的：
1．基于孪生神经网络作为框架构建CBiLSTM神经网络模型。

CBiLSTM神经网络模型，如图4所示，包括输入层、字向量嵌入层、CNN卷积层、BiLSTM网络层、文本语义向量表示层及向量相似性度量层。其中，CNN卷积层用于模拟中文文本的分词过程，并将CNN卷积层与BiLSTM网络层采取串行的方式相结合，即将CNN卷积层的输出与为BiLSTM网络的输入。
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图4 CBiLSTM神经网络模型

1.1）在输入层，对输入的中文短文本进行预处理，将中文短文本进行语句切割，处理为以字为单位的形式，得到预处理后的中文短文本。

相较于英文文本，中文短文本的分词往往会产生误差，而这些误差会叠加到最终结果上，而影响文本相关性度量的准确性。为此，本发明决定在输入层将基于字向量来对中文短文本进行预处理，以消除在分词阶段产生的误差，最终形成文本
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表示中文短文本中的第
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个字，n为中文短文本中字的个数。

1.2）在字向量嵌入层，先利用Word2vec训练中文维基百科语料得到字向量，再将预处理后的中文短文本中的每个字与字向量进行映射，将中文短文本向量化。

字向量嵌入层主要将文本中的每个字映射为一个低维的表示向量。其首先利用Word2vec训练中文维基百科语料，从而得到字向量。在本实施例中，选取的字向量为300维。然后将输入层输入的文本
[image: image5.wmf]12

{,,...,}

n

twww

=

通过查表将每个字与字向量进行映射，转化为低维向量，形如
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，m为向量的维度大小。

1.3）在CNN卷积层，对向量化的中文短文本进行特征提取，得到中文短文本向的浅层特征。

考虑到传统卷积神经网络CNN中池化层可能会将部分特征丢失，本发明将其去掉，而仅利用关键的卷积层来提取文本的特征。设置卷积核尺寸为cs，提取不同的特征，卷积核的个数与字向量的维度m相同，对输入的向量化文本
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进行2维卷积，即对输入层的文本向量自左向右滑动计算，最终会产生一个特征向量
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，其中每个元素的卷积计算如下所示：
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其中：Wc和b为卷积神经网络中的参数，分别是权重和偏置。而vi:j表示窗口内字向量矩阵，j为i+cs-1，窗口长度即为该向量矩阵的列数，
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表示点积。在卷积过程中，在卷积过程中，使用有效填充，对文本向量进行窄卷积。经以过m个卷积核的卷积计算后，得到特征矩阵x=[C1,C2,…,Cm]
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为了增加特征的表达能力，将卷积后的值输入到激活函数中。本发明选取修正线性函数（ReLU）作为激活函数，计算公式如下所示：
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ReLU函数是分段的线性函数，收敛速度较快，当输入为负数时，神经元不会被激活，相应的参数也不会更新。
1.4）在BiLSTM网络层，对中文短文本向的浅层特征进行特征提取，得到中文短文本的语义向量T,为各时间步输出门向量的平均值，计算公式如下：
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p为BiLSTM网络的隐藏层节点数，n为BiLSTM网络的时间步数，该时间步数与中文短文本中字的个数相同，←、→代表一个时间步的两个不同的方向，
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代表→方向、第n个时间步输出门向量的第p维的值。

1.5）在向量相似性度量层，利用向量相似性度量公式计算2个中文短文本的语义向量的距离。

本发明选取的相似性度量公式为欧式距离，两个文本通过以上网络训练后输出各自的文本向量
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，然后利用以下公式进行计算：
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其中：
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为2个中文短文本的语义向量的距离，
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维的值，
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为BiLSTM网络的隐藏层节点数。
2．将给定的中文语料集输入到步骤1所构建的CBiLSTM神经网络模型中，对CBiLSTM神经网络模型进行训练，通过最小化模型的损失函数，不断迭代并利用梯度更新参数，得到最终的CBiLSTM神经网络模型。其中损失函数为：


[image: image24.wmf](

)

22

1

1

(1)max(,0)

2

=

=+--

å

N

n

Lossydymargind

N


其中：
[image: image25.wmf]N

为中文语料集中中文短文本样本的个数， y为2个中文短文本样本是否匹配的标签，
[image: image26.wmf]d

为2个中文短文本样本的语义向量的距离，margin为设定的距离阈值，且要求margin>0。

3．将2个待比较中文短文本输入到步骤2所得到的最终的CBiLSTM神经网络模型中，得到2个待比较中文短文本的语义向量的距离。
二、“一种概念增强表示与单向蕴含注意力的主观题自动阅卷神经网络模型”（专利号：2021104683360）

技术领域
本发明涉及教育技术与计算机应用技术领域中的考试阅卷自动化，具体是一种概念增强表示与蕴含注意力的主观题自动阅卷神经网络模型，该模型将计算机作为工具，以随机输入的学生答案作为处理对象，通过神经网络实现端到端的主观题自动阅卷，可广泛应用于各个领域的主观题计算机自动阅卷系统中。
背景技术
考试试卷中的试题从答案组成的形式上，被普遍分为客观题与主观题两大类。答案以选项编号表示的单选题、多选题、判断题等试题被称为客观题，而答案采用自然语言表示的简答题、名词解释和论述题等试题被称为主观题。由于单选题、多选题、判断题等客观题目的答案都是以选项编号表示，目前计算机对于此类题型进行自动阅卷时，只需将标准答案的选项编号与学生答案的选项编号进行简单的匹配运算，匹配成功则答案正确，该处理技术已经取得较好的成果。但对于答案采用自然语言表示的主观题自动阅卷技术,如：对简答题、名词解释和论述题等自动评分，由于其受到自然语言理解、模式识别等理论与技术瓶颈影响,效果不是很理想。
主观题不同于客观题，不仅需要采用自然语言表示答案，而且具有一定的主观性，允许学生在一定的范围内答题，因此答案往往不是唯一的，而且学生答题的方式会有多种形式。另一方面，教师在批阅试卷的时候，还可能会受到主观因素的影响，以及学生字体是否美观、卷面是否整洁等的影响，使得教师在评分时，出现不合理的加分或扣分现象，有失考试的公正性和公平性。主观题的计算机自动阅卷，既减轻了教师人工阅卷的劳动强度，又减少人为因素的影响，保证了阅卷的客观性、公正性，因此主观题计算机自动阅卷技术的研究，具有重要的意义。然而，由于主观题学生答案的多样性与随意性，目前还没有使用计算机对主观题进行自动阅卷的成熟技术。
在传统的计算机自动阅卷系统中，普遍采用关键字匹配技术进行主观题自动阅卷，即在答案中标注出若干关键字或关键词，将其与学生答案进行匹配，并根据匹配成功的多少对学生答案进行评分，由于自然语言的多样性与随意性，这种方法的评分准确率非常低。为提高评卷的准确率，出现了一些基于句法分析与语义分析的主观题自动阅卷方法，这类评卷方法虽然可以在评卷过程中融入语义分析，提高了评卷的准确率，但由于句法分析自身的准确率不高，以及语义分析无法处理句子的时序性，这极大地限制了这类系统的应用范围与实用性。随着基于神经网络的深度学习在自然语言中的广泛应用，目前出现了一些基于神经网络的主观题自动评卷的方法与系统，在评卷精度的提高与减化预处理方面取得了较好的成绩。这些方法普遍采用应用于文本匹配测量的神经网络技术，如通用的CNN、BiLSTM、交互匹配等。但是，主观题自动评卷与文本匹配测量是两种不同的应用场景，主观题自动评卷有着许多独有的特点，例如，试题文本中给出了答卷的概念序列，学生答案与参考答案之间是蕴含关系而非平等关系。因此，如何充分考虑主观题自动评卷的特点，构建出更高质量的评卷神经网络模型成为当前迫切需要解决的问题。本发明提出的概念增强表示的主观题自动阅卷神经网络模型，充分利用题目概念信息的主导作用，通过多头注意力机制实现概念信息对答案文本的增强表示，并以注意力蕴含匹配的方式，估算出学生答案对参考答案的语义包含，从而可极大地增强计算机主观题评卷系统的自适应性与实用性。
发明内容


为提高端到端的主观题自动阅卷的精度与实用性，本发明提出了一种概念增强表示与蕴含注意力的主观题自动阅卷神经网络模型。本发明首先结合双向长短时记忆神经网络(BiLSTM)和机器学习的条件随机场(CRF)的方法自动识别题目中的概念系列，然后通过多头注意力机制实现概念字嵌入向量序列对答案字嵌入向量序列的增强表示建模，并通过一个双向长短期记忆神经网络（BiLSTM）对答案上下文信息进行编码，最后通过一种注意力蕴含匹配的方式，估算出学生答案对参考答案的语义包含，进而在蕴含匹配向量的基础上进行学生答案得分区间的概率分布预测。
本发明将题目、参考答案、学生答案转换为维度为d的预训练的字嵌入向量序列T、P、Q，然后采用以下模型和步骤，将对学生答案的评价转换为评估学生答案在各得分区间的概率分布Pr (y|T,P,Q)；
（1）概念提取层：结合双向长短时记忆神经网络(BiLSTM)和机器学习的条件随机场(CRF)的方法，自动识别和提取题目中的概念系列；
（2）概念增强表示层：通过多头注意力机制，计算出答案字嵌入与概念字嵌入向量序列的相关度，将与答案字嵌入最为相关的概念序列信息整合到答案字嵌入中，实现概念字嵌入向量序列对参考答案和学生答案的字嵌入向量序列的增强表示建模；
（3）上下文表示层：采用一个相同的双向长短期记忆神经网络（BiLSTM），分别对参考答案和学生答案的上下文信息进行编码；
（4）蕴含注意力层：采用一种蕴含注意力匹配的方式，估算出学生答案对参考答案的语义包含程度，得到学生答案对参考答案的蕴含匹配矩阵M；
（5）聚集层：使用一个双向长短期记忆神经网络，完成学生答案对参考答案匹配矩阵M的聚集与转换，得到一个固定长度的匹配向量Mv∈[image: image28.png]


，其中L为聚集层每个时间步中隐藏层的节点数；
（6）预测层：使用一个全接连的两层前馈神经网络来计算固定长度的匹配向量Mv∈[image: image30.png]


，并在输出层中应用softmax(•)函数评估学生答案在各得分区间的概率分布Pr (y|T,P,Q)，将概率最高的标签设置为最终结果。
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图1 概念增强表示的主观题自动阅卷神经网络模型
设主观题题目T的参考答案为P，评分等级集合为Y，则本发明将对于学生答案Q的评卷过程，转换为通过一个神经网络模型预测概率分布Pr (y|T,P, Q), y∈Y，具体为：
1．基于BiLSTM神经网络和条件随机场的题目概念自动识别方法
本发明对主观题题目中的概念，采用在自然语言处理中广泛使用的双向长短时记忆神经网络(BiLSTM)+机器学习的条件随机场(CRF)的方法，将其从试题题目中识别与提取出来，如图2所示。其处理过程为：
（1）将试题题目中每个字的字嵌入向量作为输入送入一个双向长短时记忆神经网络；
（2）双向长短时记忆神经网络计算出题目中每个字的各种概念标注特征的概率，并将这些概念标注概率送往一个条件随机场；
（3）条件随机场根据字的概念标注特征的概率，最终得出每个字的概念标注特征，如图1所示，其中B表示这个字处于一个概念的开始(Begin), I 表示内部(inside), O 表示外部(outside)；
（4）根据题目中每个字的概念标注特征，识别出题目中的概念；
（5）若题目中只包含一个概念，则将该概念的字嵌入向量序列作为题目最终的概念字嵌入向量序列，转步骤7；
（6）若题目中包含多个概念，则按照概念在题目中出现的顺序，依次将每个概念的字嵌入向量序列首尾相接，形成题目最终的概念字嵌入向量序列；
（7）得到题目的概念字嵌入向量序列
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, s表示概念序列中字的个数，d为字嵌入向量的维度。
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图2 基于Bi-LSTM与CRF的概念识别与标注
2．概念增强的答案表示方法
所述概念增强的答案表示方法是指使用题目的概念字嵌入向量序列来增强学生答案与参考答案中的字嵌入表示，以突出与概念相关联的词在评卷中的作用。设题目的概念字嵌入向量序列
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为参考答案字嵌入向量序列，n为参考答案中字的个数，d为字嵌入向量的维度，则概念字嵌入向量序列C对P的增强表示实现过程如下：
（1）使用缩放点积注意力机制，实现概念字嵌入向量序列C对参考答案字嵌入向量序列P的增强表示的建模，缩放点积注意力机制的注意力函数为：
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其中，Q、K、V分别为缩放点积注意力机制的查询（queries）、关键字（keys）和值（values），dq为查询Q的向量维度，T表示矩阵的转置操作，softmax(•)为神经网络中的归一化指数函数，用于计算Q与K之间的相关度。在建模过程中，将缩放点积注意力的查询Q设置为参考答案字嵌入向量序列P，将缩放点积注意力的关键字K和值V都设置为概念字嵌入向量序列C，因此公式(1)转换为如下的公式（2）：
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其中，
[image: image38.wmf]max()
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用于计算参考答案中的字嵌入与概念字嵌入向量序列的相关度，d为字嵌入向量的维度。
（2）使用层归一化（Layer Normaliztion）的方法实现参考答案字嵌入向量序列P的增强表示更新，即：
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其中，
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 表示P更新后的增强向量序列，
[image: image41.wmf]()
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表示实现神经网络中层归一化方法的函数，
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为待更新的参考答案字嵌入向量序列，
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表示概念字嵌入向量序列C对嵌入向量序列P的增强表示。
（3）将参考答案字嵌入向量序列
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替换为学生答案字嵌入向量序列
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，重复上述步骤（1）到步骤（2），得到学生答案的概念增强表示更新序列
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3．上下文表示层
上下文表示层的目的是将答案上下文信息合并到答案的每个时间步中，本发明采用双向长短期记忆神经网络（BiLSTM）对答案上下文信息进行编码。对于参考答案概念增强表示序列
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，本发明利用一个双向长短期记忆神经网络BiLSTM1对
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的每个时间步进行如下的上下文嵌入编码：
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其中，
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分别代表BiLSTM1的前向和后向长短期记忆神经网络，
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分别代表
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在BiLSTM1中第i个前向和后向的时间步。
同时，BiLSTM1对于学生答案概念增强表示序列
[image: image55.wmf]()()()()

12

{,,...,}

ccccmd

m

Qqqq

´

=Î

¡

的每个时间步进行如下的上下文嵌入编码：
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4．注意力蕴含匹配层
本发明通过学生答案对参考答案的语义包含，实现对学生答案正确程度的评估，并且采用一种注意力蕴含匹配的方式，估算出学生答案对参考答案的语义包含程度，所述的注意力蕴含匹配是指只考虑学生答案对参考答案的语义包含，而不考虑参考答案对学生答案的语义包含，其计算过程如下：
（1）首先分别计算参考答案P的每个前向、后向上下文嵌入
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和学生答案句子Q中所有前向、后向上下文嵌入
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（2）以
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的权重，加权求和学生答案Q的所有上下文嵌入
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在学生答案句子Q中的注意向量
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（3）将参考答案P的每个前向、后向上下文嵌入
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进行匹配，分别得到两个k种视角的匹配向量
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其中，
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为k种视角的向量匹配函数，其计算公式为：
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其中，v1、v2为任意两个维度为d的向量，
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是一个形状为k×d的可训练的多视角参数矩阵，k是多视角的数目，wr为W的第r行，
[image: image83.wmf]o

表示向量的逐元素相乘。
（4）重复步骤（1）到（3），计算出参考答案P的每个前向及后向上下文嵌入与其在学生答案Q中相对应的注意向量，得到一个学生答案Q对参考答案P的蕴含匹配矩阵
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相连接，n为参考答案中字的个数。
5．聚集层
聚集层的作用是将在在评卷过程中，不同尺寸的参考答案的匹配矩阵M转换成固定长度的匹配向量Mv。本发明使用另一个双向长短期记忆神经网络BiLSTM2，完成学生答案对参考答案匹配矩阵M的转换，其转换过程如下：
（1）将注意力蕴含匹配层得到的蕴含匹配矩阵
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中的每一行向量作为BiLSTM2网络的一个输入；
（2）BiLSTM2对M的每个时间步进行如下的聚集嵌入编码：
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其中，
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分别代表BiLSTM2的前向和后向长短期记忆神经网络，
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分别代表M在BiLSTM2中第i个前向和后向的时间步。
（3）连接BiLSTM2的前向和后向的最后一个时间步
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，得到聚集层的输出匹配向量Mv=[
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，其中L为BiLSTM2网络每个时间步中隐藏层的节点数。
6．预测层
预测层的目的是评估概率分布Pr (y|T,P,Q), y∈Y。其中，T为主观题题目， P为参考答案， Q为学生答案， Y为评分等级集合。本发明使用一个全接连的两层前馈神经网络来计算固定长度的匹配向量Mv∈[image: image101.png]


，并在输出层中应用softmax(•)函数评估概率分布Pr (y|T,P,Q)。其中，根据评分等级集合Y的大小|Y|设置输出层中的节点数量。
7.本发明的优点
本发明提出的概念增强表示的主观题自动阅卷神经网络模型，通过多头注意力机制实现概念信息对答案文本的增强表示，并以注意力蕴含匹配的方式，估算出学生答案对参考答案的语义包含，从而可极大地增强计算机主观题评卷系统的自适应性与实用性，具体体现在：
（1）本发明提出的概念增强表示的主观题自动阅卷神经网络模型，完全实现端到端，无需额外的语义分析和人为规则；
（2）本发明在评卷过程中，充分利用题目概念信息的主导作用，通过计算答案字嵌入与概念字嵌入信息的相关度，将概念信息整合到答案表示中，从而有效提高了评卷的匹配精度；
（3）不同于传统文本蕴含推理中的双向交互匹配，本发明在评估学生答案正确程度的过程中，仅考虑学生答案对参考答案的语义包含，并且采用一种注意力蕴含的单向匹配的方式，估算出学生答案对参考答案的语义包含程度，从而扩展了评卷系统的自适应性与实用性。
三、“基于实体特征的远程监督关系抽取方法”（专利号：2021105690554）
技术领域
本发明涉及自然语言处理与信息处理中的关系抽取，具体是一种实体引导增强特征网络（Entity-Guided Enhancement Feature Network, EGEFN）的远程监督关系抽取方法。该方法从单词和短语两个层次入手，引导模型聚焦于重点关键词和短语，从中提取稳健的关系特征，产生强大的语义表征，以实现缓解远程监督关系抽取中单句包所带来的噪声问题，可广泛应用于各个领域的知识图谱自动生成任务中。
背景技术
关系抽取被公认为一种从文本中提取关系的有效方法，已作为一些下游任务的辅助技术，例如知识图谱补全和问答系统。对于关系抽取任务，抽取性能取决于大规模数据，而采用手动标记方法构建成本高，耗时费力。为了满足数据需求，Mintz等人设计远程监督策略，启发式地执行知识图谱关系实例与文本的对齐操作，自动快速扩充训练数据。远程监督受强假设指导进行标注，如果知识库存在
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的句子均表达关系r。然而，标记过程忽略实体上下文语境，仅依靠实体对相同这一条件，假设宽泛而不严谨，因此远程监督必定产生噪声。图1描述远程监督标注过程，从中可见，句子S1和S2含有相同实体对，即“Barack Obama”和“United States”，由知识库对齐后赋予两个句子/people/person/place_of_birth关系。然而经人工检查，句子S2并未表达对应的知识库关系，其正确关系是president_of，因此S2便成为噪声句子。
多实例学习是由Rediel等人提出，用于减少噪声标签。其主要思想是：训练集被分成多个包，每个包汇集含有相同实体对的句子，关系标签被赋予包，等价于包内实体对的关系。以往工作致力于解决噪声，并且依赖两个重要算法：多实例学习和选择注意力，在两者的协助下，引导模型关注包中的正确句子。但选择性注意力忽略了特殊情况，即包内仅有一个句子，本发明将此类包称作单句包。鉴于远程监督存在噪声问题，部分单句包会被错误标注。本发明将上述现象定义为单句包问题。本发明利用关键词和短语来提升提取效率。
发明内容
本发明提供了一种基于实体特征的远程监督关系抽取方法，提出了实体引导增强特征网络（Entity-Guided Enhancement Feature Network, EGEFN），以捕获可靠的关系特征，提高关系抽取效率。

本发明首先采用多级增强实体表示模块，在多头注意力机制下，设计实体引导注意力，从关键词和短语中提取关系特征。具体来说，实体对被视为查询序列，在多头注意力作用下，从目标句子中搜索最相关的单词和短语，其中，多级增强实体表示模块提取单词和短语层面的语义特征，并利用这些特征来增强头实体表示和尾实体表示；再将增强的头实体表示和尾实体表示拼接，输入到一个线性层中，以生成稳健的关系表示r。接下来，本发明使用语义融合层来整合多个语义表示，包括由PCNN编码的句子表示、两个增强实体表示和关系表示，生成最终健壮的句子向量。不同于Li等人简单利用上下文表示设计门机制，本发明关注的是重要词和短语所捕捉的关键关系特征，在此基础上，本发明提出了一种关系度量聚合门（Relation-Measured Aggregation Gate, RMAG），在由两个增强实体表示计算的关系表示基础上，将所有句子表示聚合成包表示，利用包表示来判别关系类型，从而克服选择注意力中存在的单句包问题。

为实现上述目的，本发明的技术方案为：

基于实体特征的远程监督关系抽取方法，包括以下步骤：

S1. 处理输入表示，获取输入句子序列中第i个词的低维词嵌入向量、低维位置向量，并经过串联操作，得到输入序列X，并从X中取出初始的头实体表示和尾实体表示；

S2. 头实体表示和尾实体表示并列，被视为查询向量序列，在多头注意力作用下，从目标句子中搜索最相关的单词和短语；多级增强实体表示模块提取单词和短语层面的语义特征，并利用这些特征来增强头实体表示和尾实体表示；再将增强的头实体表示和尾实体表示拼接，输入到一个线性层中，以生成稳健的关系表示r；另外，使用分段卷积神经网络获取句子表示s；

S3. 使用语义融合层来整合多个语义表示，包括句子表示s、两个增强实体表示和稳健的关系表示r，生成最终健壮的句子向量
[image: image104.wmf]s

；
S4. 关系度量聚合门利用关系表示r计算对应句子的门控向量，并进行门控池化操作，即计算门控向量与健壮的句子向量
[image: image105.wmf]s

的均值，获取包表示向量B，通过包表示向量B计算所有关系预测概率，预测概率最高的关系即为关键关系特征。

进一步的，所述步骤S1具体为：

对于长度为n的输入句子序列s，选用word2vec工具，对于第i个词，其索引经word2vec映射，获取低维词嵌入向量
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是词向量维度，得到句子嵌入向量序列
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在输入信息中引入词与待抽取关系的头、尾实体距离信息，将位置距离向量化，得到两个低维位置向量
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，其中，
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表示头实体到第i个词的距离，
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表示尾实体到第i个词的距离，
[image: image112.wmf]p
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是位置向量维数；

经过串联操作，统合词嵌入与位置嵌入，得到最终的输入序列
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，其中d表示输入向量维度，且
[image: image115.wmf]2
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从X中取出初始的头实体表示和尾实体表示，记作
[image: image116.wmf],
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，其中，
[image: image117.wmf]h

x

表示头实体表示，
[image: image118.wmf]t

x

表示尾实体表示。

进一步的，所述步骤S2具体为：

S2.1词级增强实体表示

将
[image: image119.wmf]和
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并列，得到查询向量序列
[image: image120.wmf]2

[,]

d

eht

qxxR

´

=Î

，作为缩放点积注意力中的查询Q，将单词输入序列X作为注意力机制中的键值对
[image: image121.wmf](,)
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；
将
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的两个向量分别与输入表示序列X的每个词逐一计算相关性，并通过相关性矩阵和所有词向量的点积，得到词级增强的实体表示，具体计算公式如下：
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其中，softmax()为神经网络中的归一化指数函数，
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是相关度矩阵，由序列X与查询
[image: image126.wmf]e

q

运算而来；对于A的一个元素
[image: image127.wmf]ij
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代表第j个词与第i个实体的相关度；
[image: image128.wmf]AX

表示相关性矩阵和所有词向量的点积，
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表示词级增强的实体表示。
S2.2 短语级增强实体表示

S2.2.1卷积层

构建卷积输入：令
[image: image130.wmf]:1
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表示拼接向量序列，代表输入序列X的部分拼接，索引范围是
[image: image131.wmf][,]
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；然后，定义卷积核
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[image: image134.wmf]j
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是它的第j个元素，计算过程如下：
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其中， 
[image: image136.wmf]Ä

表示卷积算子，并对每个句子填充零向量，确保向量c维数为n，与句子长度一致；
使用f个卷积核
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；C的每一列作为一个短语表示，且维度为f；对C转置，获得短语表示序列
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S2.2.2 短语级实体引导注意力层
以词级增强实体表示
[image: image140.wmf][,]
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为缩放点积注意力中的查询Q，短语序列P为缩放点积注意力中的键值对，获取不同短语与指定查询的相关度，引导模型聚焦重点短语，捕获短语级关系特征，用于增强实体表示，短语级增强实体表示
[image: image141.wmf]2

[,]

´

=Î

wpwpwpf

eht

qxxR

通过下面公式计算：


[image: image142.wmf]()

ww

ee

qfq

=


（4）



[image: image143.wmf][,](,,)

==

wtwtwtw

ehte

qxxMultiHeadqPP


（5）



[image: image144.wmf]t

[,]()

wpwpwpwwt

ehee

qxxLayerNormqq

==+


（6）

其中， 
[image: image145.wmf]()

f

×

是一个线性变换，旨在转换词级增强实体表征的维度，从d变为短语表示f的大小，LayerNorm表示层归一化；
S2.2.3关系表示
使用一个线性层，转换拼接的头增强实体和尾增强实体向量，生成关系表示
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其中，
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是训练参数，r包含从关键词和短语中提取的关键关系特征；
S2.2.4 分段最大池化层
使用分段卷积神经网络对句子建模，对于卷积层输出
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，执行分段池化捕获句子结构信息；对每个卷积结果
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，以头实体和尾实体位置为分隔点，
[image: image154.wmf]i

c

被切分为三部分
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经过池化层后，得到分段序列
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进一步的，所述步骤S3具体为：使用语义融合层来整合多个语义表示，生成的稳健的句子表示
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其中，
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为将结果向量映射到3f维度空间的线性层，ReLU为线性整流激活函数，
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进一步的，对含有m个句子的包
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其中，
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是学习参数，
[image: image172.wmf]1

b

和
[image: image173.wmf]2

b

是偏置向量，
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为神经网络的激活函数，
[image: image175.wmf]()
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为双曲正切函数，
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为第i个句子的关系表示；经过上述处理，获得门控矩阵
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对G和
[image: image178.wmf]S

执行逐元素相乘，并对结果进行平均聚合，获取包表示向量B，具体计算如下：
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利用B计算所有关系预测概率。

附图说明

图1是本发明（EGEFN）的流程示意图。
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